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摘　 要：细胞穿透肽（Ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ， ＣＰＰｓ）是指能通过直接转运或内吞作用进入细胞的多肽，一般不超过 ３０ 个氨基

酸。 ＣＰＰｓ 可携带多种活性物质进入细胞，有望成为新型药物的递送载体。 传统实验方法获得 ＣＰＰｓ 具有工作量大、通量低、
周期长等问题；随着计算生物学的发展，基于机器学习算法的人工智能模型提高了候选 ＣＰＰｓ 的预测效率。 本文介绍了基于

支持向量机、随机森林、极限学习机、极端随机树和其他深度学习的 ＣＰＰｓ 预测方法，最后探讨了人工智能预测 ＣＰＰｓ 存在的挑

战和对未来的展望。 本文旨在为从事 ＣＰＰｓ 相关研究的学者利用计算生物学工具预测和初步筛选 ＣＰＰｓ 提供基础和泛化的理

论指导。
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　 　 细胞穿透肽（Ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ， ＣＰＰｓ）是
一类以非受体依赖方式，非经典内吞方式直接穿过

细胞膜进入细胞的多肽分子，它们的长度一般不超

过 ３０ 个氨基酸，可以为线性多肽或环化多肽［１］。
１９８８ 年，Ｇｒｅｅｎ 等［２］ 首次报道具有跨过多种细胞膜

作用的短肽 Ｔａｔ，并将其命名为细胞穿透肽。
ＣＰＰｓ 的一个重要特点是可以穿过细胞膜，并能

携带不同大小和性质的生物活性物质进入细胞［３］，
其运载能力与其他载体相比，具有稳定、快速、高效、
广谱、易吸收的特点，并且具有低毒性和无细胞类型

限制等优势，在一定浓度范围内不会受到机体环境

的影响而造成细胞损伤［４］。 因此，ＣＰＰｓ 可被开发为

药物递送载体［５－６］。 此外，ＣＰＰｓ 能携带护肤品中的

有效成分进入皮肤细胞内发挥作用，可用作外敷类

美容成分的载体［７－８］。
根据 ＣＰＰｓ 的氨基酸物理化学特性，ＣＰＰｓ 可以

分为阳离子 ＣＰＰｓ、两亲性 ＣＰＰｓ 和疏水性 ＣＰＰｓ［９］。
其中，阳离子 ＣＰＰｓ 中的氨基酸残基主要由精氨酸

和赖氨酸组成；两亲性 ＣＰＰｓ 则主要由赖氨酸组成，
序列中还包含有一定数目的亲水或疏水性的氨基酸

残基，其空间构象为 α－螺旋结构；疏水性 ＣＰＰｓ 只

包含非极性残基，有一个疏水的基序或者疏水的化

学基团，这些基序或基团对穿膜起着非常重要的

作用［１０］。ＣＰＰｓ 进入细胞的过程见图 １。

图 １　 细胞穿透肽进入细胞的过程

Ｆｉｇ．１　 Ｐｒｏｃｅｓｓ ｏｆ ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ｅｎｔｅｒｉｎｇ ｃｅｌｌｓ

注：ＣＰＰ（绿色）极化细胞膜，形成水孔（红色）。 然后 ＣＰＰ 利用水孔穿过细胞膜。 最后极化消散，水孔消失．（彩图见电子版） ．

　 　 传统的 ＣＰＰｓ 鉴定方法通常采用细胞试验，具有

直观、准确度高等优点。 Ｔｒａｎ Ｄ Ｐ 等［１１］ 在鉴定多肽

细胞穿透能力时，通过合成荧光素修饰的多肽，将
ＨｅＬａ 细胞在荧光素多肽存在下孵育，最后用显微镜

观察绿色荧光是否分布在 ＨｅＬａ 细胞中，从而鉴定多

肽是否为 ＣＰＰｓ。 Ｇａｕｔａｍ Ａｎｋｕｒ 等［１２］用 ＦＩＴＣ 染料标

记多种不同的多肽，分别在培养基中处理 ＨｅＬａ 细

胞，采用流式细胞仪对摄取效率进行了分析。 用已

知的 ＣＰＰｓ（ＴＡＴ）作为对照，比较这些多肽的细胞穿

透能力以及具体的摄取效率。 总体而言，细胞试验

方法工作量大、成本高、耗时长且难以实现高通量。
利用计算方法辅助预测 ＣＰＰｓ 具有成本低、通量

高的特点，前期方法主要包括基于序列比对和基于

分子描述符的多元统计等［１３－１４］。 这两种方法都是

根据已知的经验规则或者模式对一类多肽的某些生

化属性和细胞穿透能力之间的关联进行统计或建

模，利用序列对比的方式对其进行识别［１５］。 其中序

列比对是一种将两条或多条序列按照一定规律排列

并进行对比的序列分析方法，其计算逻辑是找出待

测序列和数据库中目标序列的相似性［１３］。 该方法

的优点是简单直观，相对易于实现，但是如何给出一

个合理优化的相似性度量准则是一个挑战，到目前

还没有公认的标准。 不仅如此，对于分歧较大的序

列，预测的准确率以及算法的时间复杂度也都有待

提高。 还有，如果出现与训练数据匹配度极低的样

本，就无法判断［１６］。 基于分子描述符的多元统计学

方法是一种通过量化结构－活性关系的预测方法。
这种方法的预测能力取决于数学模型中涉及的分子

描述符的质量［１４］。 研究人员重点从结构方面，研究

了 ＣＰＰｓ 基本序列中氨基酸对细胞穿透肽性质所产

生的影响。 电荷量、基本序列、肽链长度、线性、手性

以及多肽骨架的改变都对 ＣＰＰｓ 可能产生影响［１７］。
这种方法的不足之处在于只计算描述符的总和而不

考虑氨基酸的顺序，这就导致某 ＣＰＰｓ 的打乱序列类

似物与之具有相同的预测值，但这序列类似物有可

能不是 ＣＰＰｓ［１８］。 因此，学者们致力于开发 ＣＰＰｓ 预

测的新算法。

１　 人工智能简介和 ＣＰＰｓ 国内外研究

现状

　 　 人工智能（Ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ， ＡＩ）是通过计

算机程序或系统呈现人类思维和智能的技术，它通

过捕获数据潜在的概念和关系，独立分析并学习数

据从而实现模拟人类思维的目的。 ＡＩ 一词最早由

Ｊｏｈｎ ＭｃＣａｒｔｈｙ 于 １９５６ 年提出［１９］，随着算法的优化

及算力的提升，ＡＩ 的发展正在融入到人类生产、生
活的方方面面［２０－２１］。 机器学习（Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ）是
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ＡＩ 的一个分支，使用计算方法直接从数据中“学习”信
息，而不依赖于预定方程模型，类似于人类从经验中学

习。 当可用于学习的样本数量增加时，这些算法可自适

应提高性能［２２］。 深度学习（Ｄｅｅｐ ｌｅａｒｎｉｎｇ）是机器学习

的分支，是一种基于对数据进行表征的学习，使用包含

复杂结构或由多重非线性变换构成的多个处理层对数

据进行高层抽象的算法。
随着基因组、转录组、蛋白组、代谢组等技术的

发展，生物数据处于爆炸式增长时代，生物信息学研

究的重点从积累数据转移到如何解读数据［２３］。 大

量的数据，在生物信息的存储、获取、处理、浏览及可

视化等方面，都对理论算法和软件的发展提出了迫

切的需求。 另外，由于基因组数据本身的复杂性也

对理论算法和软件的发展提出了迫切的需求［２４］。
而以机器学习与深度学习为代表的人工智能方法正

适合于处理这种数据量大、含有噪声并且缺乏统一

理论的领域。 在 ＣＰＰｓ 的相关研究领域，国内的研究

主要集中在 ＣＰＰｓ 的序列设计和改造方面，利用计算

生物学方法对 ＣＰＰｓ 进行优化［２５－２６］。 一些团队在药

物递送方面进行了探索，尝试将 ＣＰＰｓ 与抗癌药物、
基因治疗载体结合，提升治疗效果［２７］。 国外研究者

已建立了多种基于机器学习方法的计算模型，用于

预测 ＣＰＰｓ 的生物活性，并优化 ＣＰＰｓ 的设计。 在药

物递送系统方面，研究者们探索了它们在递送抗体、

核酸和小分子药物中的效果［２８］。 部分研究还关注

了 ＣＰＰｓ 的化学空间，探索了 ＣＰＰｓ 的结构和功能多

样性。 通过统计方法评估 ＣＰＰｓ 的化学空间，并将其

与预测细胞渗透性的常规过滤器相关联［２９］。

２　 传统机器学习与深度学习在 ＣＰＰｓ
预测中的应用

　 　 传统机器学习方法通常包括支持向量机

（ＳＶＭ）、随机森林 （ Ｒａｎｄｏｍ ｆｏｒｅｓｔ）、极限学习机

（ＥＬＭ）等，这些方法通常依赖于特征工程，通过将输

入数据转化为具有代表性的特征来进行预测。 其优

势在于较为高效且易于解释，但需要较强的领域知

识和特征工程。 深度学习方法包括卷积神经网络

（ＣＮＮ）、循环神经网络（ＲＮＮ）等，主要利用神经网

络模型进行学习和预测，通常包含多个隐藏层，能够

从数据中自动学习复杂的模式和特征，尤其适合处

理大规模数据和复杂的非线性关系。 在 ＣＰＰｓ 预测

中，深度学习展现了巨大的潜力，尤其是在处理氨基

酸序列或三维结构数据时。 然而，它也有较高的数

据需求和计算资源要求。
２．１　 传统机器学习在 ＣＰＰｓ 预测中的应用

　 　 使用传统机器学习进行 ＣＰＰｓ 预测主要分为以

下四个阶段（图 ２）：

图 ２　 机器学习预测细胞穿透肽流程图

Ｆｉｇ．２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｐｒｅｄｉｃｔｉｎｇ ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ｂｙ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ

　 　 第一阶段是数据集准备。 候选肽序列通常从经

过验证的数据库和相关文献中收集。 为了构建高质

量的预测模型，通常需要训练集和独立的测试

集［３０］。 训练集用于模型训练，测试集用于验证训练

模型的可转移性和可靠性。
　 　 第二阶段是特征工程。 这个阶段由特征表示和

特征优化组成。 对于特征表示，通常使用各种特征描

述符来捕获多肽的特征，包括组成特征［例如氨基酸

组成（ＡＡＣ）和二肽组成（ＤＡＣ）］、二元谱、基于序列

的特征和理化特征等。 为了提高特征表示能力，通常

通过删除一些不相关的特征来优化特征表示［３１］。
　 　 第三阶段是模型构建和预测。 对上一阶段的最

佳特征使用机器学习算法进行训练。 对于待预测肽

序列，使用特征向量进行编码，然后输入到训练的模

型中。 最终，开发的预测模型将提供可靠的预测

结果。
最后一个阶段是模型的性能评估。 通过模型最

终在测试集上的表现，对模型现有的预测能力进行

性能评估。 ＳＥ（敏感性）、ＳＰ（特异性）、ＡＣＣ（准确

率）、ＭＣＣ（马修斯相关系数）和 ＡＵＣ（ＲＯＣ 曲线下

与坐标轴围成的面积）等评价指标已广泛应用于多

个生物信息学领域［３２］。 这些指标计算公式如下：

ＳＥ ＝ ＴＰ
ＴＰ ＋ ＦＮ

×１００％
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ＳＰ ＝ ＴＮ
ＴＮ ＋ ＦＰ

×１００％

ＡＣＣ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＮ ＋ ＦＰ

×１００％

　 ＭＣＣ ＝

　 ＴＰ∗ＴＮ － ＦＰ∗ＦＮ
　 （ＴＰ ＋ ＦＮ）（ＴＰ ＋ ＦＰ）（ＴＮ ＋ ＦＰ）（ＴＮ ＋ ＦＮ）

×

１００％
其中 ＴＰ、ＴＮ、ＦＰ 和 ＦＮ 分别表示真阳性、真阴

性、假阳性和假阴性的数量。 ＳＥ 和 ＳＰ 分别测量两

类的预测能力：阳性和阴性。 ＡＣＣ、ＭＣＣ 和 ＡＵＣ 评

估预测模型的整体性能［３３］。 ＲＯＣ（受试者工作特征

曲线） 曲线以 ＳＥ 为纵坐标、１⁃ＳＰ 为横坐标绘制。
ＡＵＣ 值在 ０～１ 之间，越接近 １，模型的预测性能越

好、越稳健。
２．１．１　 基于支持向量机的细胞穿透肽预测

支持 向 量 机 （ Ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ， ＳＶＭ）
（图 ３（ａ））是一类按监督学习（Ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ）
方式对数据进行二元分类的广义线性分类器

（Ｇｅｎｅｒａｌｉｚｅｄ ｌｉｎｅａｒ ｃｌａｓｓｉｆｉｅｒ） ［３４］。
Ｓａｎｄｅｒｓ 等［３５］ 开发了一种基于 ＳＶＭ 的方法来

识别潜在的 ＣＰＰｓ。 预测模型以肽的基本生化特性

（包括肽的长度、净电荷、疏水性和亲脂性、供体氢

键的数量等 ２３ 种特性）为特征进行训练。 作者特

别关注了训练数据集的平衡问题，使用三个不同的

基准数据集证明了平衡数据集对准确预测的重要

性。 模型在不平衡数据集的准确率为 ８０．６９％，而在

平衡数据集的准确率可以达到 ９１．７２％。
　 　 Ｇａｕｔａｍ 等［３６］提出了一种基于 ＳＶＭ 的预测模型

（ＣｅｌｌＰＰＤ ）， 并 建 立 了 一 个 公 共 网 络 服 务 器

（ ｈｔｔｐｓ： ／ ／ ｗｅｂｓ． ｉｉｉｔｄ． ｅｄｕ． ｉｎ ／ ｒａｇｈａｖａ ／ ｃｅｌｌｐｐｄ ／ ｉｎｄｅｘ．
ｈｔｍｌ）来预测 ＣＰＰｓ。 在 ＣｅｌｌＰＰＤ 中，使用的数据集

共有 ７０８ 个肽，以不同的特征表示算法，如氨基酸组

成（ＡＡＣ）、二肽组成（ＤＡＣ）、二进制轮廓、基序特征

和理化性质（ＰＣＰ），用于训练不同的预测模型。 经

测试，基于混合特征的预测模型实现了 ９７．４０％的最

大准确率，优于基于单个特征的模型。
Ｔａｎｇ 等［３７］ 开发了 Ｃ２Ｐｒｅｄ，一种基于优化 ＤＡＣ

作为特征的预测器。 作者通过方差分析对特征集进

行优化。 当采用 １６４ 个二肽的最佳特征时，模型准

确度最高可达 ８３．６％。
２．１．２　 基于随机森林的细胞穿透肽预测

随机森林（Ｒａｎｄｏｍ ｆｏｒｅｓｔ， ＲＦ）（图 ３（ｂ））是一

个包含多个决策树的分类器，其输出预测结果由所

有决策树的分数集合确定［３８］。 Ｃｈｅｎ 等［３９］发了一个

基 ＲＦ 的 ＣＰＰｓ 预测模型。 该模型在一系列理化性

质上进行训练，包括伪氨基酸组成（ＰｓｅＡＡＣ）、分子

体积、极性、密码子多样性、静电荷和二级结构。 通

过最小冗余最大相关性和增量特征选择来选择优化

的特征。 预测模型的总体准确率为 ８３．４５％。
Ｗｅｉ 等［４０］ 提出了一个名为 ＳｋｉｐＣＰＰ⁃Ｐｒｅｄ 的预

测模型。 该模型采用自适应 ｋ⁃ｓｋｉｐ⁃２⁃ｇｒａｍ 算法来

提取特征，准确率提高到 ９０．６％。 作者在另一项研

究［４１］中，提出了一个名为 ＣＰＰｒｅｄ⁃ＲＦ 的两层预测

器，其中第一层是区分 ＣＰＰｓ 和非 ＣＰＰｓ，而第二层

是预测 ＣＰＰｓ 的摄取效率。 预测模型在综合特征上

进行了训练，这些特征结合了四个基于序列的描述

符。 与 ＳｋｉｐＣＰＰ⁃Ｐｒｅｄ 相比，ＣＰＰｒｅｄ⁃ＲＦ 在同一基准

数据集上的预测准确率提高到 ９１．６％。
Ｑｉａｎｇ 等［４２］提出了一个名为 ＣＰＰｒｅｄ⁃ＦＬ 的预测

模型。 ＣＰＰｒｅｄ⁃ＦＬ 引入了特征表示学习策略，以从

使用多个特征描述符构建的机器学习模型中学习类

和概率信息，例如理化性质（ＰＣＰ）、组合信息和位置

特定信息等。 ＣＰＰｒｅｄ⁃ＦＬ 的最佳整体准确度高达

９２．１％。 与之前的研究相比，准确度虽然没有显著

提高，但用于训练预测模型的特征要少得多。 该特

征表示策略探索了一种提取高表达特征的有效新

方法。
２．１．３　 基于极限学习机的细胞穿透肽预测

极限学习机（Ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＥＬＭ）
是一类基于前馈神经网 络 （ Ｆｅｅｄｆｏｒｗａｒｄ ｎｅｕｒｏｎ
ｎｅｔｗｏｒｋ， ＦＮＮ）构建的机器学习系统或方法，适用于

监督学习和非监督学习问题［４３］。 Ｐａｎｄｅｙ 等［４４］开发

了一个基于 ＥＬＭ 的模型（ＫＥＬＭ⁃ＣＰＰｐｒｅｄ）。 该预测

模型利用了六种不同的特征描述符，包括 ＡＡＣ、ＤＡＣ、
ＰｓｅＡＡＣ 和三种混合特征（Ｈｙｂｒｉｄ⁃ＡＡＣ、Ｈｙｂｒｉｄ⁃ＤＡＣ 和

Ｈｙｂｒｉｄ⁃ＰｓｅＡＡＣ）。 作者基于不同特征分别开发了模

型，其中，ＫＥＬＭ⁃ＣＰＰｐｒｅｄ 在基于混合 ＡＡＣ 的 ＫＥＬＭ⁃
ＣＰＰｐｒｅｄ 模型的准确度最高，为８６．９８％。
２．１．４　 基于极端随机树的细胞穿透肽预测

极端随机树（Ｅｘｔｒｅｍｅｌｙ ｒａｎｄｏｍｉｚｅｄ ｔｒｅｅｓ， ＥＲＴ）
属于一类广泛用于开发分类和回归模型的集成方

法［４５］。 Ｍａｎａｖａｌａｎ 等［４６］ 提 出 了 一 个 两 层 模 型

（ＭＬＣＰＰ）来预测 ＣＰＰｓ 及其吸收效率。 作者从多肽

的氨基酸序列计算的信息中提取特征，包括氨基酸

组成（ＡＡＣ）、氨基酸指数（ＡＡＩ）、二肽组成（ＤＰＣ）、
理化性质（ＰＣＰ）和组成－过渡－分布（ＣＴＤ）。 该方

法采用 ＥＲＴ 算法训练第一层 ＣＰＰｓ 预测模型，准确

率为 ８９．６％，第二层吸收效率预测模型采用 ＲＦ 训

练，准确率为 ７２．５％。
２．２　 深度学习在 ＣＰＰｓ 预测中的应用

　 　 使用深度学习进行 ＣＰＰｓ 预测流程与机器学习
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基本相同，区别在于深度学习直接从数据中学习高

级特征。 因此，深度学习只需要将数据编码，而不需

要进行特征表示和特征优化。
卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，

ＣＮＮ）（图 ３（ｄ））是深度学习中非常常见的算法［４７］。
在生物学领域，ＣＮＮ 在基因组序列特征预测、医学

图像处理和药物开发等方面应用广泛［４８－５０］。 循环

神经网络 （ Ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＲＮＮ） （图 ３
（ｃ））是一类以序列（Ｓｅｑｕｅｎｃｅ）数据为输入，在序列

的演进方向进行递归（Ｒｅｃｕｒｓｉｏｎ）且所有节点（循环

单元）按链式连接的递归神经网络（Ｒｅｃｕｒｓｉｖｅ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ） ［５１］。 长短期记忆（Ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，
ＬＳＴＭ）网络是一种特殊的 ＲＮＮ，主要是为了解决长

序列训练过程中的梯度消失和梯度爆炸问题［５２］。

图 ３　 传统机器学习和深度学习算法示意图

Ｆｉｇ．３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ａｎｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ

注：（ａ）表示支持向量机算法，通过寻找最佳的超平面来将数据点分开，以最大化两个类别之间的间隔。 这个超平面就是决策边界；（ｂ） 表示

随机森林算法，构建多棵决策树并将其结果结合起来，最终的预测结果是对所有树的输出进行投票来得到；（ｃ）表示循环神经网络算法，输入

层接收输入数据；隐藏层处理序列数据并维护隐藏状态；循环层接受当前的输入和上一时间步的隐藏状态，经过一定的计算后生成新的隐藏状

态；输出层将隐藏层的输出转换为最终预测结果；（ｄ）表示卷积神经网络算法，输入层接收输入数据；卷积层通过卷积操作提取特征；池化层减

少特征的维度，降低计算复杂度，同时保留重要特征；全连接层将卷积层和池化层提取的特征映射到最终的分类输出；输出层产生最终的预测

结果．

　 　 在 ＣＰＰｓ 的预测应用中，方春等［５３］提出了一种基

于字符嵌入和混合深度学习框架的 ＣＰＰｓ 预测方法，
名为 ＣＰＰＤｅｅｐ。 该方法将原始肽序列作为输入，并使

用字符嵌入方法来表示序列，采用 ＣＮＮ⁃ＬＳＴＭ 组合架

构来进行自动的特征提取。 该模型包括四个主要层：
嵌入层、ＣＮＮ 层、ＬＳＴＭ 层以及全连接输出层。 嵌入

层用来学习字符嵌入，为每个字符训练出一个紧凑

的向量表示，并将肽序列编码为特征矩阵，作为 ＣＮＮ
网络的输入；ＣＮＮ 层用来提取特征矩阵中有用的结

构信息；然后，ＬＳＴＭ 层提取对整体预测任务有意义

的数据中的长期相关性和上下文信点；最后，全连接

层采用激活函数运算来产生模型的输出结果。
在测试集上，ＣＰＰＤｅｅｐ 模型取得优异的 ＡＵＣ 性

能（０．９７）。 准确率（ＡＣＣ） 和真阳性率（即敏感性

ＳＥ）分别达到 ８４．６％和 ９４．６％。
Ｐａｒｋ 等［５４］ 提出了一种基于五种不同深度学习

架构的预测方法 ＡｉＣＰＰ，每种架构都包括嵌入层、长
短期记忆（ＬＳＴＭ）层和注意力层。 该方法通过纳入

大量阴性数据集，减少预测假阳性的偏差来提高模

型的特异性或正确识别非 ＣＰＰｓ 的能力。 作者从 １１
０４６ 种人类蛋白中，使用滑动窗口方法将肽序列切

成重叠的 ９ 个氨基酸片段，去除片段中的重复项。
模型的训练集包括 ７ １６５ 个阳性（ＣＰＰｓ）肽，１４ ４０８ 个

阴性（非 ＣＰＰｓ）肽和 １１ ０４６ ３４３ 个来自人类蛋白的

阴性肽。
模型的准确率（ＡＣＣ）性能达到 ８６．０％，ＡＵＣ 达
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到 ０．９２７。 此外，ＡｉＣＰＰ 模型对非 ＣＰＰｓ 具有更高的

特异性（ＳＰ ＝ ０．８９３）。 特异性的提高可归因于训练

集使用了大量来自人类蛋白的阴性数据，显著减少

了假阳性的数量（表 １）。

表 １　 基于机器学习与深度学习的细胞穿透肽预测模型

Ｔａｂｌｅ １　 Ｍｏｄｅｌｓ ｏｆ ｃｅｌｌ ｐｅｎｅｔｒａｔｉｏｎ ｐｅｐｔｉｄｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ａｎｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ

模型 算法 特征表示 年份 数据集 准确率 ／ ％

Ｓａｎｄｅｒｓ２０１１［３５］ ＳＶＭ 肽的基本生化特性 ２０１１ ＣＰＰ ／ ＮＣＰＰ：１１１ ／ １１１ ９１．７２

ＣｅｌｌＰＰＤ［３６］ ＳＶＭ 序列信息和二元图谱 ２０１３ ＣＰＰ ／ ＮＣＰＰ：７０８ ／ ７０８ ９７．４０

Ｃ２Ｐｒｅｄ［３７］ ＳＶＭ 二肽组成 ２０１６ ＣＰＰ ／ ＮＣＰＰ：４１１ ／ ４１１ ８３．６０

Ｃｈｅｎ２０１５［３９］ ＲＦ 伪氨基酸组成和 ５ 种氨基酸性质 ２０１５ ＣＰＰ ／ ＮＣＰＰ：１１１ ／ ３４ ８３．４５

ＳｋｉｐＣＰＰ⁃Ｐｒｅｄ［４０］ ＲＦ Ｋ⁃ｓｋｉｐ⁃２⁃ｇｒａｍ ２０１７ ＣＰＰ ／ ＮＣＰＰ：４６２ ／ ４６２ ９０．６０

ＣＰＰｒｅｄ⁃ＲＦ［４１］ ＲＦ 四个基于序列的描述符 ２０１７ ＣＰＰ ／ ＮＣＰＰ：４６２ ／ ４６２ ９１．６０

ＣＰＰｒｅｄ－ＦＬ［４２］ ＲＦ ＰＣＰ、组合信息和位置特定信息 ２０１８ ＣＰＰ ／ ＮＣＰＰ：４６２ ／ ４６２ ９２．１０

ＫＥＬＭ⁃ＣＰＰｐｒｅｄ［４４］ ＫＥＬＭ ＡＡＣ、ＤＡＣ、ＰｓｅＡＡＣ 和三种混合特征 ２０１８ ＣＰＰ ／ ＮＣＰＰ：４０８ ／ ３７４ ８６．９８

ＭＬＣＰＰ［４６］ ＥＲＴ ＡＡＣ、ＡＡＩ、ＤＰＣ、ＰＣＰ 和 ＣＴＤ ２０１８ ＣＰＰ ／ ＮＣＰＰ：４２７ ／ ４２７ ８９．６０

ＣＰＰＤｅｅｐ［５３］ ＣＮＮ ／ ＬＳＴＭ 自动提取 ２０１９ ＣＰＰ ／ ＮＣＰＰ：５８２ ／ ５８２ ８４．６０

ＡｉＣＰＰ［５４］ ＬＳＴＭ 自动提取 ２０２３ ＣＰＰ ／ ＮＣＰＰ：７１６５ ／ １１０６０７５１ ８６．００

３　 总结与讨论

　 　 细胞穿透肽（ＣＰＰｓ）作为一种新型的分子载体，
在药物递送、护肤分子渗透皮肤细胞等领域展现了

广泛的应用潜力，为效应分子顺利进入细胞提供了

创新的途径。 尽管 ＣＰＰｓ 在多种应用中表现出良好

前景，如何高效筛选新型 ＣＰＰｓ 以及判断候选多肽分

子是否具有 ＣＰＰ 功能，仍然是当前领域中的一大

挑战。
本文首先概述了 ＣＰＰｓ 的定义与功能，并简要回

顾了传统的实验预测方法与计算方法。 进一步，深
入探讨了基于人工智能（ＡＩ）技术的 ＣＰＰｓ 预测方

法，特别是 ＡＩ 在解析大量 ＣＰＰｓ 序列与功能关系中

的强大优势。 通过现有的 ＣＰＰｓ 预测模型，研究人员

能够识别肽序列与细胞穿透性之间的关系，并高效

预测特定条件下的细胞穿透能力。 例如， Ｓａｎｄｅｒｓ
等［３５］通过支持向量机（ＳＶＭ）模型，从鸡蛋白质组中

筛选出 ４ 个预测为 ＣＰＰ 的肽段，并成功验证其穿透

性；Ｐａｒｋ 等［５４］ 则利用 ＡｉＣＰＰ 模型从蛋白序列 ＡＰＰ
中发现新的 ＣＰＰ 序列，并验证其在 ＭＣＦ⁃７ 细胞中的

穿透性。 这些研究表明，人工智能在 ＣＰＰｓ 筛选中的

应用，不仅提升了筛选效率，也为新型 ＣＰＰ 的发现

提供了有力支持。
在 ＣＰＰｓ 预测领域，ＡＩ 模型的精度是评估其性

能的重要标准之一。 然而，单一的准确率指标并不

能全面反映模型的实际表现［５５］，尤其是在类别分布

不均的情况下。 高准确率可能掩盖了模型在少数类

别识别上的不足，这在实际应用中可能导致效果不

佳［５６］。 因此，评估模型时，应综合考虑准确率、泛化

能力、灵敏度、特异性等多个指标。 本文提到的几种

ＣＰＰｓ 预测模型中，ＣｅｌｌＰＰＤ 模型表现出了最高的预

测准确率，但其在未知数据集上的泛化能力仍需进

一步验证；而 ＣＰＰｒｅｄ⁃ＲＦ 和 ＭＬＣＰＰ 模型不仅能够预

测多肽是否为 ＣＰＰ，还能进一步预测 ＣＰＰｓ 的摄取效

率。 此外，ＣＰＰＤｅｅｐ 和 ＡｉＣＰＰ 模型在灵敏度和特异

性方面表现出了显著优势，展示了人工智能在 ＣＰＰｓ
预测中的多维度优化（表 １）。

尽管近年来 ＣＰＰｓ 预测模型的性能已有显著提

升，依然面临一些挑战，这些挑战为未来的研究提供

了改进方向。 首先，数据准备阶段仍存在高质量样

本稀缺的问题。 例如，公共数据库 ＣＰＰｓｉｔｅ ２．０［５７］ 中

虽收录了近２ ０００ 个实验验证的 ＣＰＰｓ，但去除高度

相似序列后，剩余的数据不足以支持机器学习模型

的高质量训练。 此外，阴性样本的选择多依赖于未

标注为 ＣＰＰ 的随机肽，无法完全确保这些肽为非

ＣＰＰ。 为此，持续收集并验证 ＣＰＰｓ 数据，扩展数据

库规模与质量，显得尤为重要。
其次，在特征表示阶段，短肽通常难以形成稳定

的二级结构，导致大多数预测工具依赖一级序列信

息提取特征［５８］。 如何有效利用不同类型的序列信

息，仍然是一个亟待解决的难题。 借鉴自然语言处

理（ＮＬＰ）中的词嵌入技术，可能为肽序列的高效表

示与处理提供新思路，从而提升模型的识别能力。
在算法选择上，将其他领域的先进技术，如图像

识别，融合到 ＣＰＰｓ 预测中，可能带来新的突破。 同

时，集成学习方法的应用，能够结合多种模型的优

势，进一步提升预测精度。 最后，模型实验验证阶
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段，通过加强实验数据与人工智能预测结果之间的

反馈循环，有助于不断优化模型，提升预测的准确性

与可靠性。
综上所述，人工智能技术的应用为 ＣＰＰｓ 预测提

供了高效、精准的工具，并推动了该领域的快速发

展。 未来的研究不仅需加强高质量数据的积累与验

证，还应优化计算算法，提高模型的泛化能力与实际

应用效果。 这些进展将在很大程度上促进 ＣＰＰｓ 在

生物医药等领域的应用，进一步加速其技术转化与

实际落地。
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　 ＳＵＮ Ｃｈｕｎｍｅｎｇ， ＳＨＥＮ Ｙａｎ， ＴＵ Ｊｉａｓｈｅｎｇ． Ａｄｖａｎｃｅ ｏｎ ｔｈｅ
ｒｅｓｅａｒｃｈ ｏｆ ｃｅｌｌ－ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ［ Ｊ］． Ｃｈｉｎｅｓｅ Ｐｈａｒｍａ⁃

ｃｅｕｔｉｃａｌ Ｊｏｕｒｎａｌ， ２０１３， ４８ （ １４）： １１４３ － １１４６． ＤＯＩ： １０．
１１６６９ ／ ｃｐｊ．２０１３．１４．００２．

［１０］王红梅， 王春玲， 邹艳， 等． 细胞穿膜肽的分类和穿膜

机制研究进展［ Ｊ］． 德州学院学报， ２０２１， ３７（６）： １２－
１７． ＤＯＩ： １０．３９６９ ／ ｊ．ｉｓｓｎ．１００４－９４４４．２０２１．０６．００３．

　 　 ＷＡＮＧ Ｈｏｎｇｍｅｉ， ＷＡＮＧ Ｃｈｕｎｌｉｎｇ， ＺＯＵ Ｙａｎ， ｅｔ ａｌ．
Ｒｅｓｅａｒｃｈ ｐｒｏｇｒｅｓｓ ｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ ｍｅｍｂｒａｎｅ⁃ｐｅｎｅｔｒａｔ⁃
ｉｎｇ ｍｅｃｈａｎｉｓｍ ｏｆ ｃｅｌｌ ｍｅｍｂｒａｎｅ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ［ Ｊ］．
Ｊｏｕｒｎａｌ ｏｆ Ｄｅｚｈｏｕ Ｕｎｉｖｅｒｓｉｔｙ， ２０２１， ３７（６）： １２－１７． ＤＯＩ：
１０．３９６９ ／ ｊ．ｉｓｓｎ．１００４－９４４４．２０２１．０６．００３．

［１１］ＴＲＡＮ Ｄ Ｐ， ＴＡＤＡ Ｓ， ＹＵＭＯＴＯ Ａ， ｅｔ ａｌ． Ｕｓｉｎｇ ｍｏｌｅｃｕｌａｒ
ｄｙｎａｍｉｃｓ ｓｉｍｕｌａｔｉｏｎｓ ｔｏ ｐｒｉｏｒｉｔｉｚｅ ａｎｄ ｕｎｄｅｒｓｔａｎｄ ＡＩ⁃ｇｅｎｅｒ⁃
ａｔｅｄ ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ［ Ｊ ］． Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ，
２０２１，１１：１０６３０． ＤＯＩ： １０．１０３８ ／ ｓ４１５９８－０２１－９０２４５－ｚ．

［１２］ ＧＡＵＴＡＭ Ａ， ＳＨＡＲＭＡ Ｍ， ＶＩＲ Ｐ， ｅｔ ａｌ． Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ
ａｎｄ ｃｈａｒａｃｔｅｒｉｚａｔｉｏｎ ｏｆ ｎｏｖｅｌ ｐｒｏｔｅｉｎ⁃ｄｅｒｉｖｅｄ ａｒｇｉｎｉｎｅ⁃ｒｉｃｈ
ｃｅｌｌ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ［ Ｊ］． Ｅｕｒｏｐｅａｎ Ｊｏｕｒｎａｌ ｏｆ Ｐｈａｒｍａ⁃
ｃｅｕｔｉｃｓ ａｎｄ Ｂｉｏｐｈａｒｍａｃｅｕｔｉｃｓ， ２０１５，８９：９３－１０６． ＤＯＩ： １０．
１０１６ ／ ｊ．ｅｊｐｂ．２０１４．１１．０２０．

［１３］ＥＤＧＡＲ Ｒ Ｃ． ＭＵＳＣＬＥ： Ｍｕｌｔｉｐｌｅ ｓｅｑｕｅｎｃｅ ａｌｉｇｎｍｅｎｔ ｗｉｔｈ
ｈｉｇｈ ａｃｃｕｒａｃｙ ａｎｄ ｈｉｇｈ ｔｈｒｏｕｇｈｐｕｔ［ Ｊ］． Ｎｕｃｌｅｉｃ Ａｃｉｄｓ Ｒｅ⁃
ｓｅａｒｃｈ， ２００４， ３２ （ ５）： １７９２ － １７９７． ＤＯＩ： １０． １０９３ ／ ｎａｒ ／
ｇｋｈ３４０．

［１４］ＦＥＲＮÁＮＤＥＺ⁃ＴＯＲＲＡＳ Ａ， ＣＯＭＡＪＵＮＣＯＳＡ⁃ＣＲＥＵＳ Ａ，
ＤＵＲＡＮ⁃ＦＲＩＧＯＬＡ Ｍ， ｅｔ ａｌ． Ｃｏｎｎｅｃｔｉｎｇ ｃｈｅｍｉｓｔｒｙ ａｎｄ ｂｉ⁃
ｏｌｏｇｙ ｔｈｒｏｕｇｈ ｍｏｌｅｃｕｌａｒ ｄｅｓｃｒｉｐｔｏｒｓ［Ｊ］． Ｃｕｒｒｅｎｔ Ｏｐｉｎｉｏｎ ｉｎ
Ｃｈｅｍｉｃａｌ Ｂｉｏｌｏｇｙ，２０２２，６６：１０２０９０． ＤＯＩ： １０．１０１６ ／ ｊ．ｃｂｐａ．
２０２１．０９．００１．

［１５］ＣＨＡＴＺＯＵ Ｍ， ＭＡＧＩＳ Ｃ， ＣＨＡＮＧ Ｊ Ｍ， ｅｔ ａｌ． Ｍｕｌｔｉｐｌｅ ｓｅ⁃
ｑｕｅｎｃｅ ａｌｉｇｎｍｅｎｔ ｍｏｄｅｌｉｎｇ： Ｍｅｔｈｏｄｓ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓ［ Ｊ］．
Ｂｒｉｅｆｉｎｇｓ ｉｎ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０１６， １７ （ ６）： １００９ － １０２３．
ＤＯＩ： １０．１０９３ ／ ｂｉｂ ／ ｂｂｖ０９９．

［１６］ＨＡＮＳＥＮ Ｍ， ＫＩＬＫ Ｋ， ＬＡＮＧＥＬ Ｕ． Ｐｒｅｄｉｃｔｉｎｇ ｃｅｌｌ⁃ｐｅｎｅ⁃
ｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ［ Ｊ ］． Ａｄｖａｎｃｅｄ Ｄｒｕｇ Ｄｅｌｉｖｅｒｙ Ｒｅｖｉｅｗｓ，
２００８，６０（４－５）：５７２－５７９． ＤＯＩ： １０．１０１６ ／ ｊ．ａｄｄｒ．２００７．０９．
００３．

［１７］ＲＡＭＡＫＥＲ Ｋ， ＨＥＮＫＥＬ Ｍ， ＫＲＡＵＳＥ Ｔ， ｅｔ ａｌ． Ｃｅｌｌ ｐｅｎｅ⁃
ｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ： Ａ ｃｏｍｐａｒａｔｉｖｅ ｔｒａｎｓｐｏｒｔ ａｎａｌｙｓｉｓ ｆｏｒ ４７４
ｓｅｑｕｅｎｃｅ ｍｏｔｉｆｓ［ Ｊ］． Ｄｒｕｇ Ｄｅｌｉｖｅｒｙ， ２０１８，２５（ １）：９２８ －
９３７． ＤＯＩ：１０．１０８０ ／ １０７１７５４４．２０１８．１４５８９２１．

［１８］ＤＥ ＯＬＩＶＥＩＲＡ Ｅ Ｃ Ｌ， ＤＡ ＣＯＳＴＡ Ｋ Ｓ， ＴＡＵＢＥ Ｐ Ｓ， ｅｔ
ａｌ． Ｂｉｏｌｏｇｉｃａｌ Ｍｅｍｂｒａｎｅ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ： ｃｏｍｐｕｔａｔｉｏｎ⁃
ａｌ ｐｒｅｄｉｃｔｉｏｎ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓ［Ｊ］． Ｆｒｏｎｔｉｅｒｓ ｉｎ Ｃｅｌｌｕｌａｒ ａｎｄ
Ｉｎｆｅｃｔｉｏｎ Ｍｉｃｒｏｂｉｏｌｏｇｙ， ２０２２，１２：８３８２５９． ＤＯＩ： １０．３３８９ ／
ｆｃｉｍｂ．２０２２．８３８２５９．

［１９］ＭＣＣＡＲＴＨＹ Ｊ， ＭＩＮＳＫＹ Ｍ Ｌ， ＲＯＣＨＥＳＴＥＲ Ｎ， ｅｔ ａｌ． Ａ
Ｐｒｏｐｏｓａｌ ｆｏｒ ｔｈｅ ｄａｒｔｍｏｕｔｈ ｓｕｍｍｅｒ ｒｅｓｅａｒｃｈ ｐｒｏｊｅｃｔ ｏｎ ａｒｔｉ⁃
ｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ， ａｕｇｕｓｔ ３１， １９５５［ Ｊ］． ＡＩ Ｍａｇａｚｉｎｅ， ２７
（４）：１２． ＤＯＩ： １０．１６０９ ／ ａｉｍａｇ．ｖ２７ｉ４．１９０４．

［２０］ＢＡＨＯＯ Ｓ， ＣＵＣＣＵＬＥＬＬＩ Ｍ， ＧＯＧＡ Ｘ， ｅｔ ａｌ． Ａｒｔｉｆｉｃｉａｌ
ｉｎｔｅｌｌｉｇｅｎｃｅ ｉｎ Ｆｉｎａｎｃｅ： Ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｒｅｖｉｅｗ ｔｈｒｏｕｇｈ
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ｂｉｂｌｉｏｍｅｔｒｉｃ ａｎｄ ｃｏｎｔｅｎｔ ａｎａｌｙｓｉｓ［ Ｊ］． Ｓｎ Ｂｕｓｉｎｅｓｓ ＆ Ｅｃｏ⁃
ｎｏｍｉｃｓ， ２０２４，４：２３． ＤＯＩ： １０．１００７ ／ ｓ４３５４６－０２３－００６１８－
ｘ．

［２１］ ＴＨＯＭＡＳ Ｌ Ｂ， ＭＡＳＴＯＲＩＤＥＳ Ｓ Ｍ， ＶＩＳＷＡＮＡＤＨＡＮ Ｎ
Ａ， ｅｔ ａｌ． Ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ： Ｒｅｖｉｅｗ ｏｆ ｃｕｒｒｅｎｔ ａｎｄ ｆｕ⁃
ｔｕｒｅ ａｐｐｌｉｃａｔｉｏｎｓ ｉｎ ｍｅｄｉｃｉｎｅ ［ Ｊ ］． Ｆｅｄｅｒａｌ Ｐｒａｃｔｉｔｉｏｎｅｒ，
２０２１，３８（１１）：５２７－５３８． ＤＯＩ： １０．１２７８８ ／ ｆｐ．０１７４．

［２２］ＧＲＥＥＮＥＲ Ｊ Ｇ， ＫＡＮＤＡＴＨＩＬ Ｓ Ｍ， ＭＯＦＦＡＴ Ｌ， ｅｔ ａｌ． Ａ
ｇｕｉｄｅ ｔｏ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｆｏｒ ｂｉｏｌｏｇｉｓｔｓ． Ｎａｔｕｒｅ ｒｅｖｉｅｗｓ［Ｊ］．
Ｍｏｌｅｃｕｌａｒ Ｃｅｌｌ Ｂｉｏｌｏｇｙ， ２０２２，２３（ １）：４０ － ５５． ＤＯＩ： １０．
１０３８ ／ ｓ４１５８０－０２１－００４０７－０．

［２３］ＨＡＧＥＮ Ｊ Ｂ． Ｔｈｅ ｏｒｉｇｉｎｓ ｏｆ ｂｉｏｉｎｆｏｒｍａｔｉｃｓ［ Ｊ］． Ｎａｔｕｒｅ Ｒｅ⁃
ｖｉｅｗｓ． Ｇｅｎｅｔｉｃｓ， ２０００，１（３）：２３１ － ２３６． ＤＯＩ： １０． １０３８ ／
３５０４２０９０．

［２４］Ｇｅｎｏｍｉｃｓ ａｎｄ ｂｉｏｉｎｆｏｒｍａｔｉｃｓ［Ｊ］． Ｎａｔｕｒｅ， １９９９，３９９： ８５ –

８８． ＤＯＩ： １０．１０３８ ／ ２００１３．
［２５］曹赞霞， 刘磊， 王吉华． 分子动力学模拟研究穿透肽的

跨膜机制及引导新肽设计 ［ Ｊ］． 科学通报， ２０１４， ５９
（２２）： ２１６０－２１６８． ＤＯＩ： １０．１３６０ ／ Ｎ９７２０１４－００３２９．

　 　 ＣＡＯ Ｚａｎｘｉａ， ＬＩＵ Ｌｅｉ， ＷＡＮＧ Ｊｉｈｕａ． Ｍｏｌｅｃｕｌａｒ ｍｅｃｈａｎｉｓｍ
ｏｆ ｔｒａｎｓｌｏｃａｔｉｏｎ ａｎｄ ｄｅｓｉｇｎ ｏｆ ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ
ｂａｓｅｄ ｏｎ ｍｏｌｅｃｕｌａｒ ｄｙｎａｍｉｃｓ ｓｉｍｕｌａｔｉｏｎ［ Ｊ］． Ｃｈｉｎｅｓｅ Ｓｃｉ⁃
ｅｎｃｅ Ｂｕｌｌｅｔｉｎ， ２０１４， ５９ （ ２２）： ２１６０ － ２１６８． ＤＯＩ： １０．
１３６０ ／ Ｎ９７２０１４－００３２９．

［２６］ＺＨＡＮＧ Ｋｕｎ， ＮＩＥ Ｑｉｃｈａｎｇ， ＣＨＩ－ＫＯＮＧ ＬＡＵ Ｔ， ｅｔ ａｌ．
Ｒａｔｉｏｎａｌ ｄｅｓｉｇｎ ｏｆ Ｌ⁃ｒｎａ ａｐｔａｍｅｒ⁃ｐｅｐｔｉｄｅ ｃｏｎｊｕｇａｔｅ ｆｏｒ ｅｆｆｉ⁃
ｃｉｅｎｔ ｃｅｌｌ ｕｐｔａｋｅ ａｎｄ Ｇ⁃ｑｕａｄｒｕｐｌｅｘ⁃ｍｅｄｉａｔｅｄ ｇｅｎｅ ｃｏｎｔｒｏ
［ Ｊ ］． Ａｎｇｅｗａｎｄｔｅ Ｃｈｅｍｉｅ， ２０２４， ６３ （ ９）： ｅ２０２３１０７９８．
ＤＯＩ： １０．１００２ ／ ａｎｉｅ．２０２３１０７９８．

［２７］范博， 金明姬， 黄伟， 等． 细胞穿膜肽在药物递送系统

中的研究进展［ Ｊ］． 药学学报， ２０１６， ５１（２）：２６４－２７１．
ＤＯＩ： １０．１６４３８ ／ ｊ．０５１３－４８７０．２０１５－０９９０．

　 　 ＦＡＮ Ｂｏ， ＪＩＮ Ｍｉｎｇｊｉ， ＨＵＡＮＧ Ｗｅｉ， ｅｔ ａｌ． Ｔｈｅ ｄｅｖｅｌｏｐｍｅｎｔ
ｏｆ ｃｅｌｌ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ｉｎ ｄｒｕｇ ｄｅｌｉｖｅｒｙ ｓｙｓｔｅｍ［Ｊ］． Ａｃ⁃
ｔａ Ｐｈａｒｍａｃｅｕｔｉｃａ Ｓｉｎｉｃａ， ２０１６， ５１（２）：２６４ － ２７１． ＤＯＩ：
１０．１６４３８ ／ ｊ．０５１３－４８７０．２０１５－０９９０．

［２８］ ＺＯＲＫＯ Ｍ， ＪＯＮＥＳ Ｓ， ＬＡＮＧＥＬ Ü． Ｃｅｌｌ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐ⁃
ｔｉｄｅｓ ｉｎ ｐｒｏｔｅｉｎ ｍｉｍｉｃｒｙ ａｎｄ ｃａｎｃｅｒ ｔｈｅｒａｐｅｕｔｉｃｓ［ Ｊ］． Ａｄ⁃
ｖａｎｃｅｄ Ｄｒｕｇ Ｄｅｌｉｖｅｒｙ Ｒｅｖｉｅｗｓ， ２０２２，１８０：１１４０４４． ＤＯＩ：
１０．１０１６ ／ ｊ．ａｄｄｒ．２０２１．１１４０４４．
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２０２３ ，２４（２）：ｂｂａｄ０９５． ＤＯＩ： １０．１０９３ ／ ｂｉｂ ／ ｂｂａｄ０９５．

［４９］ ＦＵＫＵＭＡ Ｒ， ＹＡＮＡＧＩＳＡＷＡ Ｔ， ＫＩＮＯＳＨＩＴＡ Ｍ， ｅｔ ａｌ．
Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ＩＤＨ ａｎｄ ＴＥＲＴ ｐｒｏｍｏｔｅｒ ｍｕｔａｔｉｏｎｓ ｉｎ ｌｏｗ －
ｇｒａｄｅ ｇｌｉｏｍａ ｆｒｏｍ ｍａｇｎｅｔｉｃ ｒｅｓｏｎａｎｃｅ ｉｍａｇｅｓ ｕｓｉｎｇ ａ ｃｏｎｖ⁃
ｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ［ Ｊ］． Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ， ２０１９，９：
２０３１１． ＤＯＩ： １０．１０３８ ／ ｓ４１５９８－０１９－５６７６７－３．

［５０］ＺＨＡＮＧ Ｃｈｅｎｇｃｈｅｎｇ， ＬＵ Ｙａｏ， ＺＡＮＧ Ｔｉａｎｙｉ． ＣＮＮ－ＤＤＩ：
Ａ ｌｅａｒｎｉｎｇ⁃ｂａｓｅｄ ｍｅｔｈｏｄ ｆｏｒ ｐｒｅｄｉｃｔｉｎｇ ｄｒｕｇ－ｄｒｕｇ ｉｎｔｅｒａｃ⁃
ｔｉｏｎｓ ｕｓｉｎｇ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｊ］． ＢＭＣ Ｂｉｏｉｎｆｏｒ⁃
ｍａｔｉｃｓ，２０２２，２３：８８． ＤＯＩ：１０．１１８６／ ｓ１２８５９－０２２－０４６１２－２．

［５１］ＧＲＡＶＥＳ Ａ， ＭＯＨＡＭＥＤ Ａ－Ｒ， ＨＩＮＴＯＮ Ｇ． Ｓｐｅｅｃｈ ｒｅｃｏｇ⁃
ｎｉｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｃ］ ／ ／ ２０１３ ＩＥＥＥ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｃｏｕｓｔｉｃｓ， Ｓｐｅｅｃｈ ａｎｄ Ｓｉｇｎａｌ
Ｐｒｏｃｅｓｓｉｎｇ，Ｍａｙ ２６ － ３１，２０１３， Ｖａｎｃｏｕｖｅｒ， ＢＣ， Ｃａｎａｄａ：
ＩＥＥＥ，２０１３： ６６４５ － ６６４９． ＤＯＩ： １０． １１０９ ／ ＩＣＡＳＳＰ． ２０１３．
６６３８９４７．

［５２］ＨＯＣＨＲＥＩＴＥＲ Ｓ， ＳＣＨＭＩＤＨＵＢＥＲ Ｊ． Ｌｏｎｇ ｓｈｏｒｔ － ｔｅｒｍ
ｍｅｍｏｒｙ［Ｊ］． Ｎｅｕｒａｌ Ｃｏｍｐｕｔａｔｉｏｎ， １９９７，９（８）：１７３５－１７８０．
ＤＯＩ： １０．１１６２ ／ ｎｅｃｏ．１９９７．９．８．１７３５．

［５３］方春， 孙福振， 李彩虹，等． 基于深度学习和字符嵌入的

细胞穿透肽预测［Ｊ］． 计算机仿真， ２０１９， ３６（１０）：３５３－
３５８． ＤＯＩ： １０．３９６９ ／ ｊ．ｉｓｓｎ．１００６－９３４８．２０１９．１０．０７３．

　 　 ＦＡＮＧ Ｃｈｕｎ， ＳＵＮ Ｆｕｚｈｅｎ， ＬＩ Ｃａｉｈｏｎｇ， ｅｔ ａｌ． Ｐｒｅｄｉｃｔｉｏｎ ｏｆ
ｃｅｌｌ ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ｂａｓｅｄ ｏｎ ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｎｄ ｃｈａｒ⁃
ａｃｔｅｒ ｅｍｂｅｄｄｉｎｇ ［ Ｊ ］． Ｃｏｍｐｕｔｅｒ Ｓｉｍｕｌａｔｉｏｎ， ２０１９， ３６
（１０）：３５３－３５８． ＤＯＩ： １０．３９６９ ／ ｊ．ｉｓｓｎ．１００６－９３４８．２０１９．１０．
０７３．

［５４］ＰＡＲＫ Ｈ， ＰＡＲＫ Ｊ Ｈ， ＫＩＭ Ｍ Ｓ， ｅｔ ａｌ． Ｉｎ Ｓｉｌｉｃｏ ｓｃｒｅｅｎｉｎｇ
ａｎｄ ｏｐｔｉｍｉｚａｔｉｏｎ ｏｆ ｃｅｌｌ⁃ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅｓ ｕｓｉｎｇ ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ ［ Ｊ］． Ｂｉｏｍｏｌｅｃｕｌｅｓ， ２０２３， １３ （ ３）： ５２２．
ＤＯＩ： １０．３３９０ ／ ｂｉｏｍ１３０３０５２２．

［５５］ＤＯＭＩＮＧＯＳ Ｐ． Ａ ｆｅｗ ｕｓｅｆｕｌ ｔｈｉｎｇｓ ｔｏ ｋｎｏｗ ａｂｏｕｔ ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ［Ｊ］． Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ ｏｆ ｔｈｅ ＡＣＭ， ２０１２，５５（１０）：
７８－８７．ＤＯＩ： １０．１１４５ ／ ２３４７７３６．２３４７７５５．

［５６］ＬＥＶＥＲ Ｊ， ＫＲＺＹＷＩＮＳＫＩ Ｍ， ＡＬＴＭＡＮ Ｎ． Ｍｏｄｅｌ ｓｅｌｅｃｔｉｏｎ
ａｎｄ ｏｖｅｒｆｉｔｔｉｎｇ［ Ｊ］． Ｎａｔｕｒｅ Ｍｅｔｈｏｄｓ， ２０１６，１３：７０３ － ７０４．
ＤＯＩ： １０．１０３８ ／ ｎｍｅｔｈ．３９６８．

［５７］ＡＧＲＡＷＡＬ Ｐ， ＢＨＡＬＬＡ Ｓ， ＵＳＭＡＮＩ Ｓ Ｓ， ｅｔ ａｌ． ＣＰＰｓｉｔｅ
２．０： Ａ ｒｅｐｏｓｉｔｏｒｙ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌｌｙ ｖａｌｉｄａｔｅｄ ｃｅｌｌ⁃ｐｅｎｅｔｒａｔ⁃
ｉｎｇ ｐｅｐｔｉｄｅｓ［Ｊ］． Ｎｕｃｌｅｉｃ Ａｃｉｄｓ Ｒｅｓｅａｒｃｈ， ２０１６，４４（Ｄ１）：
Ｄ１０９８－１０３．ＤＯＩ： １０．１０９３ ／ ｎａｒ ／ ｇｋｖ１２６６．

［５８］ＹＡＭＡＳＨＩＴＡ Ｈ， ＫＡＴＯ Ｔ， ＯＢＡ Ｍ， ｅｔ ａｌ． Ｄｅｖｅｌｏｐｍｅｎｔ ｏｆ
ａ ｃｅｌｌ－ｐｅｎｅｔｒａｔｉｎｇ ｐｅｐｔｉｄｅ ｔｈａｔ ｅｘｈｉｂｉｔｓ ｒｅｓｐｏｎｓｉｖｅ ｃｈａｎｇｅｓ
ｉｎ ｉｔｓ ｓｅｃｏｎｄａｒｙ ｓｔｒｕｃｔｕｒｅ ｉｎ ｔｈｅ ｃｅｌｌｕｌａｒ ｅｎｖｉｒｏｎｍｅｎｔ［ Ｊ］．
Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ， ２０１６，６：３３００３． ＤＯＩ： １０．１０３８／ ｓｒｅｐ３３００３．
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