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基于图自编码器和协同训练预测 ｍｉＲＮＡ
与疾病的关联
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摘　 要：近年来，越来越多的生物学实验研究表明，ｍｉｃｒｏＲＮＡ （ｍｉＲＮＡ）在人类复杂疾病的发展中发挥着重要作用。 因此，预
测 ｍｉＲＮＡ 与疾病之间的关联有助于疾病的准确诊断和有效治疗。 由于传统的生物学实验是一种昂贵且耗时的方式，于是许

多基于生物学数据的计算模型被提出来预测 ｍｉＲＮＡ 与疾病的关联。 本研究提出了一种端到端的深度学习模型来预测 ｍｉＲ⁃
ＮＡ⁃疾病关联关系，称为 ＭＤＡＧＡＣ。 首先，通过整合疾病语义相似性，ｍｉＲＮＡ 功能相似性和高斯相互作用谱核相似性，构建

ｍｉＲＮＡ 和疾病的相似性图。 然后，通过图自编码器和协同训练来改善标签传播的效果。 该模型分别在 ｍｉＲＮＡ 图和疾病图上

建立了两个图自编码器，并对这两个图自编码器进行了协同训练。 ｍｉＲＮＡ 图和疾病图上的图自编码器能够通过初始关联矩

阵重构得分矩阵，这相当于在图上传播标签。 ｍｉＲＮＡ⁃疾病关联的预测概率可以从得分矩阵得到。 基于五折交叉验证的实验

结果表明，ＭＤＡＧＡＣ 方法可靠有效，优于现有的几种预测 ｍｉＲＮＡ⁃疾病关联的方法。
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　 　 微小核糖核酸（ｍｉｃｒｏＲＮＡ， 简称 ｍｉＲＮＡ）是一

种长度约为 ２０－２４ 个核苷酸的内源性非编码单链

ＲＮＡ 分子，存在于真核生物中，包括植物和动物，可
以在转录后水平调节基因表达［１］。 许多研究表明，
ｍｉＲＮＡ 在各种复杂的生物过程中发挥着关键作用，
包括细胞生长［２］、细胞分化［３］、细胞增殖［４］、细胞死

亡［５］。 此外，一系列研究证实， ｍｉＲＮＡ 与人类疾病

的发生和发展密切相关，如食管癌、结肠癌、肝癌和

肺癌［６－１０］。 因此，采用适当的实验或计算方法来探

索 ｍｉＲＮＡ 与疾病之间的联系，可以帮助医务人员从

分子角度深入了解各种复杂疾病的病理机制并开发

相关的新药［１１］。 一般来说，传统的生物学实验方法

往往效率低下，需要投入大量的时间和金钱。 然而，
由于实验方法的可靠性，研究人员已经建立了许多

权威的生物信息学数据库来存储实验证实的

ｍｉＲＮＡ⁃疾病相关性。 因此，ｍｉＲＮＡ⁃疾病关联预测

的计算方法作为传统实验的辅助工具出现。 通过对

计算模型预测的高概率关联进行实验验证，可以有

效地缩短传统实验的时间和成本。
在过去几年中，基于功能相似的 ｍｉＲＮＡ 往往与

相似疾病相关［１２］，研究人员开发了多种 ｍｉＲＮＡ⁃疾
病关联预测模型，这些模型可以分为三类［７］。 第一

种类型的预测模型是基于打分函数的模型，它使用

概率分布或统计分析来建立打分函数。 例如，Ｍøｒｋ
等［１３］提出了 ｍｉＲＮＡ⁃蛋白质 －疾病关联预测模型

ｍｉＲＰＤ 来预测潜在的 ｍｉＲＮＡ⁃疾病关联。 他们基于

ｍｉＲＮＡ⁃蛋白质和蛋白质 －疾病关联得分定义了

ｍｉＲＮＡ⁃疾病关联得分函数。 其中，蛋白质被引入作

为 ｍｉＲＮＡ⁃疾病预测的中介。 Ｃｈｅｎ 等［１４］ 提出了一

种 ｍｉＲＮＡ⁃疾病关联预测内得分和外得分的计算模

型 ＷＢＳＭＤＡ。 他们定义了两种不同类型的函数来

计算 ｍｉＲＮＡ⁃疾病对的内得分和外得分，并将这两个

得分整合以获得最终的关联分数。
第二种类型的预测模型是基于网络算法的模

型，它从不同角度利用 ｍｉＲＮＡ 和疾病的相似性。 例

如，Ｘｕａｎ 等［１５］ 提出了一种新的预测 ｍｉＲＮＡ⁃疾病关

联的模型 ＭＩＤＰ。 对于有已知关联的疾病，ＭＩＤＰ 在

ｍｉＲＮＡ 相似性网络中采用随机游走算法来预测与

疾病有潜在关联的 ｍｉＲＮＡ。 对于没有任何已知关

联的疾病，他们利用 ｍｉＲＮＡ 相似性网络、疾病相似

性网络和已知的 ｍｉＲＮＡ⁃疾病关联来构建 ｍｉＲＮＡ⁃疾
病双层网络。 然后，他们在这个双层网络上进行随

机游走，因此该模型可以用于没有任何已知关联信

息的疾病。 此外，Ｃｈｅｎ 等［１６］ 提出了基于异构图推

断的 ｍｉＲＮＡ⁃疾病关联预测模型 ＨＧＩＭＤＡ。 他们通

过总结 ｍｉＲＮＡ⁃疾病异构网络中所有边数为 ３ 的

ｍｉＲＮＡ 节点和疾病节点间的路径，定义了未标记的

ｍｉＲＮＡ⁃疾病对的关联分数。 在此基础上， Ｃｈｅｎ
等［１７］进一步提出了基于矩阵分解和异构图推断的

ｍｉＲＮＡ⁃疾病关联预测模型 ＭＤＨＧＩ。 首先，使用稀

疏学习方法重构一个新的 ｍｉＲＮＡ⁃疾病关联邻接矩

阵。 然后，基于重构的邻接矩阵、ｍｉＲＮＡ 相似矩阵

和疾病相似矩阵构建异构图。 最后，建立一个迭代

方程来预测 ｍｉＲＮＡ⁃疾病对的关联概率。 此外，Ｙｏｕ
等［１８］提出了基于路径的 ｍｉＲＮＡ⁃疾病关联预测模型

ＰＢＭＤＡ。 首先，在 ｍｉＲＮＡ⁃疾病异构网络中搜索

ｍｉＲＮＡ 节点和疾病节点间所有长度小于等于 ３ 的

路径。 然后，基于路径的数量和每个路径的长度来

计算所研究的 ｍｉＲＮＡ 和疾病之间的关联分数。
Ｃｈｅｎ 等［１９］进一步提出了一个基于三层异构网络推

断的 ｍｉＲＮＡ⁃疾病关联预测模型 ＴＬＨＮＭＤＡ。 该模

型构建了一个包含 ｍｉＲＮＡ、疾病和 ｌｎｃＲＮＡ 节点的

三层异构网络。 基于这个三层网络，构建了一个迭

代方程来获得 ｍｉＲＮＡ⁃疾病对的关联概率。
第三种类型的预测模型是基于机器学习的模

型。 例如，Ｃｈｅｎ 等［２０］提出了预测 ｍｉＲＮＡ⁃疾病关联

的正则化最小二乘模型 ＲＬＳＭＤＡ。 他们在正则化最

小二乘（ＲＬＳ）的框架下，分别在 ｍｉＲＮＡ 和疾病空间

构造半监督分类器，然后将两个不同空间的最优分

类器组合在一起，得到 ｍｉＲＮＡ⁃疾病对的概率。 Ｌｉ
等［２１］使用奇异值阈值（ ＳＶＴ）算法建立了 ＭＣＭＤＡ
模型。 采用矩阵填充算法更新 ｍｉＲＮＡ⁃疾病邻接矩

阵，得到最终的 ｍｉＲＮＡ⁃疾病关联矩阵。 此外，Ｃｈｅｎ
等［２２］提出 ｍｉＲＮＡ⁃疾病关联预测模型 ＲＫＮＮＭＤＡ。
他们利用 ＫＮＮ 算法获得被研究 ｍｉＲＮＡ 的 Ｋ 个最近

邻居，并使用支持向量机对 Ｋ 个邻居进行重新排

序。 然后，通过检查 Ｋ 个邻居与候选疾病之间的关

联信息，可以计算出被研究的 ｍｉＲＮＡ 与候选疾病之

间的关联分数。 同样，作者还从疾病的角度计算了

关联分数。 最后，他们从两个不同的角度综合了关

联得分，用于预测潜在的 ｍｉＲＮＡ⁃疾病的关联。 此

外，Ｃｈｅｎ 等［２３］还提出了基于决策树学习的 ｍｉＲＮＡ⁃
疾病关联预测模型 ＥＧＢＭＭＤＡ。 ＥＧＢＭＭＤＡ 构造了

三种不同类型的特征，并将它们连接起来构建特征

向量作为输入。 在梯度增强的框架下，通过训练回

归树获得潜在的 ｍｉＲＮＡ⁃疾病关联的概率。
由于深度学习技术可以更好地学习数据的表示

形式，并且近年来已经在基因组学和药物研发等许

多领域成功应用［２４］，我们考虑将其应用于 ｍｉＲＮＡ
与疾病关联的预测。 本文提出了一种端到端的深度

学习模型 ＭＤＡＧＡＣ 来预测 ｍｉＲＮＡ⁃疾病关联关系。
首先从 ＨＭＤＤ ｖ２．０ 数据库中收集了人类 ｍｉＲＮＡ⁃疾
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病关联数据，然后计算了疾病语义相似性、ｍｉＲＮＡ
功能相似性、疾病和 ｍｉＲＮＡ 的高斯相互作用谱核相

似性并整合疾病和 ｍｉＲＮＡ 的相似性。 然后，通过图

自编码器和协同训练来改善标签传播的效果。 该模

型分别在 ｍｉＲＮＡ 图和疾病图上建立了两个图自编

码器，并对这两个图自编码器进行了协同训练。
ｍｉＲＮＡ 图和疾病图上的图自编码器能够通过初始

关联矩阵重构得分矩阵，这相当于在图上传播标签。
ｍｉＲＮＡ⁃疾病关联的预测概率可以从得分矩阵得到。
最后通过五折交叉验证评估了方法的性能，结果显

示模型 ＭＤＡＧＡＣ 在五折交叉验证中获得 ０．９６０ ３±
０．００３ ０ 的平均 ＡＵＣ 和标准差。

１　 材料

１．１　 数据集

　 　 从 ＨＭＤＤ ｖ２．０ 数据库中获得人类 ｍｉＲＮＡ⁃疾病

关联数据［２５］。 具体来说，有 ４９５ 个 ｍｉＲＮＡ、３８３ 种

疾病和 ５ ４３０ 个经实验验证的 ｍｉＲＮＡ⁃疾病关联关

系。 用 ｎｄ 和 ｎｍ 分别表示疾病和 ｍｉＲＮＡ 的数量，
利用大小为 ｎｍ×ｎｄ 的邻接矩阵 Ａ 来表示所有的

ｍｉＲＮＡ⁃疾病对。 如果 ｍｉＲＮＡｍ（ ｉ） 与疾病 ｄ（ ｊ） 有

关联，则 Ａ（ ｉ，ｊ） 等于 １，否则为 ０。
１．２　 疾病语义相似性 １
　 　 使用 ＭｅＳＨ［２６］ 数据库计算疾病的语义相似性

１。 在 ＭｅＳＨ 数据库中，多种疾病间的关联由有向无

环图（ＤＡＧ） ［２７］表示，其中节点表示疾病，边表示关

联。 对于疾病 Ｄ ， 我们可以用 ＤＡＧ（Ｄ） ＝ （Ｄ，
Ｔ（Ｄ），Ｅ（Ｄ）） 来表示该疾病，其中 Ｔ（Ｄ） 表示节点

集， Ｅ（Ｄ） 表 示 边 集。 定 义 疾 病 Ｄ 的 语 义 值

ＤＶ１（Ｄ） 如下：

ＤＶ１（Ｄ） ＝ ∑ ｄ∈Ｔ（Ｄ）
Ｄ １Ｄ（ｄ） （１）

Ｄ １Ｄ（ｄ） ＝
１，ｉｆ ｄ ＝ Ｄ
ｍａｘ ρ∗Ｄ １Ｄ（ｄ＇） ｄ＇ ∈ ｃｈｉｌｄｒｅｎｏｆｄ{ } ，
　 ｉｆ ｄ ≠ Ｄ

ì

î

í

ï
ï

ïï

（２）
其中， Ｄ １Ｄ（ｄ） 表示在 ＤＡＧ（Ｄ） 中的各个节点 ｄ 对

疾病 Ｄ 的语义值贡献。 在 ＤＡＧ（Ｄ） 中，若 ｄ ＝ Ｄ， 则

Ｄ １Ｄ（ｄ） 对自身语义值的贡献应该最大，设置为 １；
而距离疾病 Ｄ 越远的节点对疾病 Ｄ 的语义值贡献

越小。 ρ 为语义值贡献衰减因子，设为 ０．５。 对于 ｄｉ

和 ｄ ｊ 两种疾病，在 ＤＡＧ 中重合部分越多，相似度越

大。 因此，基于 ＭｅＳＨ，利用如下公式计算疾病 ｄｉ 和

ｄ ｊ 的语义相似性 １ＳＳ １ｄ（ｄｉ，ｄ ｊ） ：

ＳＳ １ｄ（ｄｉ，ｄ ｊ） ＝
∑ ｔ∈Ｔ（ｄｉ）∩Ｔ（ｄｊ）

（Ｄ １ｄｉ（ ｔ） ＋ Ｄ １ｄｊ（ ｔ））

ＤＶ１（ｄｉ） ＋ ＤＶ１（ｄ ｊ）
（３）

１．３　 疾病语义相似性 ２
　 　 在语义相似性 １ 中，假设在同一层的不同节点

对疾病的语义值贡献相同。 但它忽略了 ＤＡＧ 中疾

病数量的因素，对于不常见的疾病 ｄ，对疾病 Ｄ 应该

有更高的贡献值 ［２８－２９］。 因此，使用等式（４）来计算

Ｄ ２Ｄ（ｄ） ：

Ｄ ２Ｄ（ｄ） ＝ － ｌｏｇ
ｎｄ

ｎｄｉｓ
（４）

其中， ｎｄ 表示包含节点 ｄ的疾病 ＤＡＧ的数目， ｎｄｉｓ 表

示所有疾病 ＤＡＧ 的数目。
类似地，定义疾病 Ｄ 的语义值 ＤＶ２ Ｄ( ) 如下：

ＤＶ２ Ｄ( ) ＝ ∑ ｄ∈Ｔ Ｄ( )
Ｄ ２Ｄ ｄ( ) （５）

因此，对于疾病 ｄｉ 和疾病 ｄ ｊ ，使用公式（６）来计

算语义相似度 ２ＳＳ ２ｄ（ｄｉ，ｄ ｊ） 。

ＳＳ ２ｄ（ｄｉ，ｄ ｊ） ＝
∑ ｔ∈Ｔ（ｄｉ）∩Ｔ（ｄｊ）

（Ｄ ２ｄｉ（ ｔ） ＋ Ｄ ２ｄｊ（ ｔ））

ＤＶ２（ｄｉ） ＋ ＤＶ２（ｄ ｊ）
（６）

１．４　 ｍｉＲＮＡ 功能相似性

　 　 一般认为功能相似的 ｍｉＲＮＡ 往往与语义相似

的疾病相关，Ｗａｎｇ 等［３０］提出了计算 ｍｉＲＮＡ 功能相

似性的方法。 从 ｈｔｔｐ： ／ ／ ｗｗｗ．ｃｕｉｌａｂ．ｃｎ ／ ｆｉｌｅｓ ／ ｉｍａｇｅｓ ／
ｃｕｉｌａｂ ／ ｍｉｓｉｍ．ｚｉｐ 中可以获得 ｍｉＲＮＡ 的功能相似性，
用矩阵 ＦＳ 来表示。
１．５　 疾病和 ｍｉＲＮＡ 的高斯相互作用谱核相似性

　 　 由于不能得到所有疾病的 ＤＡＧ，对于没有 ＤＡＧ
的疾病，不能通过 ＤＡＧ 计算疾病语义相似性。 所

以为了获得更全面的疾病相似性，基于已知 ｍｉＲＮＡ
与疾病之间的关联，构建了高斯相互作用谱核相似

性［３１］。 疾病 ｄｉ 和疾病 ｄ ｊ 的高斯相互作用谱核相似

性计算如下：
ＧＤ（ｄｉ，ｄ ｊ） ＝ ｅｘｐ（ － γｄ Ａ（∗，ｄｉ） －Ａ（∗，ｄ ｊ） ２）

（７）
其中， Ａ（∗，ｄｉ） 和 Ａ（∗，ｄ ｊ） 表示对应的疾病和所

有 ｍｉＲＮＡ 的关联信息，分别由 ｍｉＲＮＡ⁃疾病的关联

矩阵 Ａ 的第 ｉ 列和第 ｊ 列构成的向量。 其中 γｄ 控制

高斯核的带宽，由下式计算：

γｄ ＝
γ＇

ｄ

１
ｎｄ∑

ｎｄ

ｉ ＝ １
Ａ（∗，ｄｉ） ２

（８）

其中， γ＇
ｄ 设为 １。 类似地， 为了能够得到所有

ｍｉＲＮＡ 的相似性，计算 ｍｉＲＮＡｍ（ ｉ） 和 ｍｉＲＮＡｍ（ ｊ）
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的高斯相互作用谱核相似性如下：
ＧＭ（ｍｉ，ｍ ｊ） ＝ ｅｘｐ（ － γｍ Ａ（ｍｉ，∗） －Ａ（ｍ ｊ，∗） ２）

（９）

γｍ ＝
γ＇

ｍ

１
ｎｍ∑

ｎｍ

ｉ ＝ １
Ａ（ｍｉ，∗） ２

（１０）

１．６　 ＭｉＲＮＡ 和疾病的整合相似性

　 　 疾病语义相似性 ＳＳ 是一个稀疏矩阵，单独使用

这个矩阵很难达到很好的预测效果。 此外，高斯相

互作用谱核相似性 ＧＤ 是通过已知的 ｍｉＲＮＡ⁃疾病

关联来计算的，这不够准确。 因此，有必要将疾病语

义相似性 ＳＳ 和高斯相互作用谱核相似性 ＧＤ 结合

起来，以达到良好的预测效果。 我们通过一个加权

参数将 ＳＳ 和 ＧＤ 整合为一个疾病相似性矩阵 ＳＤ
［３２］。 疾病 ｄｉ 和疾病 ｄ ｊ 整合后的疾病矩阵如下：

ＳＤ（ｄｉ，ｄｊ） ＝ αＳＳ（ｄｉ，ｄｊ） ＋ （１ － α）ＧＤ（ｄｉ，ｄｊ）
（１１）

ＳＳ（ｄｉ，ｄ ｊ） ＝
ＳＳ １ｄ（ｄｉ，ｄ ｊ） ＋ ＳＳ ２ｄ（ｄｉ，ｄ ｊ）

２
（１２）

其中 α 是权重，范围在 ０ 和 １ 之间。 类似地，

ｍｉＲＮＡｍ（ ｉ） 和 ｍｉＲＮＡｍ（ ｊ） 之间的整合相似性矩阵

ＳＭ 通过以下公式计算：
ＳＭ（ｍｉ，ｍ ｊ） ＝ βＦＳ（ｍｉ，ｍ ｊ） ＋ （１ － β）ＧＭ（ｍｉ，ｍ ｊ）

（１３）

２　 方法

　 　 在这项研究中，提出 ＭＤＡＧＡＣ 模型来预测

ｍｉＲＮＡ⁃疾病关联关系。 ＭＤＡＧＡＣ 的流程图如图 １
所示。 ＭＤＡＧＡＣ 的第一步，数据准备，如前节所述，
构建了 ｍｉＲＮＡ⁃疾病对的关联矩阵 Ａ（ｎｍ × ｎｄ） 、整
合 ｍｉＲＮＡ 相似性矩阵 ＳＭ（ｎｍ × ｎｍ） 和整合疾病相

似性矩阵 ＳＤ（ｎｄ × ｎｄ） ；第二步，构造 ｍｉＲＮＡ 和疾

病的相似性图；第三步，分别在 ｍｉＲＮＡ 图和疾病图

上建立两个图自编码器，并对这两个图自编码器进

行了协同训练。 ｍｉＲＮＡ 图和疾病图上的图自编码

器能够通过初始关联矩阵重构得分矩阵，相当于在

图上传播标签。 ｍｉＲＮＡ⁃疾病关联的预测概率可由

评分矩阵得到。

图 １　 ＭＤＡＧＡＣ 算法流程图

Ｆｉｇ．１　 Ｆｌｏｗｃｈａｒｔ ｏｆ ＭＤＡＧＡＣ

２．１　 构造相似性图

　 　 相似性矩阵可以看作是 ｍｉＲＮＡ 图或疾病图的

邻接矩阵，因为每个 ｍｉＲＮＡ 或疾病表示该图的一个

节点。 根据前人的研究［３３］，相似性图可以构造如

下。 以疾病的相似性图构造为例，把 ＳＤ（ｄｉ，ｄ ｊ） 作

为两个疾病 ｄｉ 和 ｄ ｊ 之间的距离。 首先，按照其它节
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点与节点 ｉ 的距离从小到大进行排序。 其次，对于

每个疾病节点 ｉ ，选择除其自身之外最近的 κ 个节

点。 设这 κ 个节点的集合是 Ｎ（ ｉ） 。 第三，如果节

点 ｊ∈Ｎ（ ｉ） ，则矩阵 Ｃｄ 满足 Ｃｄ（ ｉ，ｊ） ＝ １，否则 Ｃｄ（ ｉ，
ｊ） ＝ ０。 所构造的疾病图的自环邻接矩阵 Ｓｄ 为

Ｓｄ ＝ ＣＴ
ｄ 􀱋 Ｃｄ ＋ Ｉ （１４）

其中 􀱋 为 Ｈａｄａｍａｒｄ 乘积。 类似地，也可以得到

ｍｉＲＮＡ 图的自环邻接矩阵 Ｓｍ ：
Ｓｍ ＝ ＣＴ

ｍ 􀱋 Ｃｍ ＋ Ｉ （１５）
２．２　 图自编码器

　 　 图自编码器［３４］是一个具有图卷积层［３５］ 的自编

码器。 Ｓｈｉ 等［３３］证明了以 Ａ 为输入， Ｆ 为输出的图

自编码器可以模拟标签的传播过程。 在 ＭＤＡＧＡＣ
中，分别在 ｍｉＲＮＡ 图和疾病图上提出了图自编码器

（ＧＡＥ） ［３６］，用 ＧＡＥｍ 和 ＧＡＥｄ 表示。
首先通过 ２ 层图卷积编码器学习特征表示 Ｚｍ

和 Ｚｄ ：
Ｚｍ ＝ ｔａｎｈ（Ｎｍ·Ｈａｒｄｓｗｉｓｈ（ＮｍＡ θ（０）） θ（１））

（１６）
Ｚｄ ＝ ｔａｎｈ（Ｎｄ·Ｈａｒｄｓｗｉｓｈ（Ｎｄ ＡＴ φ（０）） φ（１））

（１７）
其中 θ ， φ表示神经网络的权重。 Ｎｍ 和 Ｎｄ 分别表示

ｍｉＲＮＡ 图和疾病图的归一化邻接矩阵。
Ｎｍ ＝ Ｄ －１ ／ ２

ｍ Ｓｍ Ｄ －１ ／ ２
ｍ （１８）

其中 Ｄｍ 是 Ｓｍ 的度矩阵。 Ｄｍ 是通过公式 Ｄｍ（ ｉ，ｉ） ＝
Σ ｊ Ｓｍ（ ｉ，ｊ） 计算的对角矩阵。 类似的，

Ｎｄ ＝ Ｄ －１ ／ ２
ｄ Ｓｄ Ｄ

－１ ／ ２
ｄ （１９）

然后分别对特征表示 Ｚｍ 和 Ｚｄ 进行解码，得到

分数矩阵 Ｆｍ ∈ Ｒｎｍ×ｎｄ 和 Ｆｄ ∈ Ｒｎｄ×ｎｍ ：

Ｆｍ ＝ ｓｉｇｍｏｉｄ（Ｎｍ·Ｈａｒｄｓｗｉｓｈ（Ｎｍ Ｚｍ θ（２）） θ（３））
（２０）

Ｆｄ ＝ ｓｉｇｍｏｉｄ（Ｎｄ·Ｈａｒｄｓｗｉｓｈ（Ｎｄ Ｚｄ φ（２）） φ（３））
（２１）

ＧＡＥｍ 的重构误差是预测值和真实标签之间的

交叉熵 Ｌｍ ，类似的 ＧＡＥｄ 的重构误差是 Ｌｄ 。 图自

编码器可以通过最小化重构误差来训练：
Ｌｒ ＝ γ Ｌｍ ＋ （１ － γ） Ｌｄ （２２）
Ｌｍ ＝ － ∑ ｉ，ｊ

Ａｉｊ ｌｏｇ Ｆｍ ｉｊ （２３）

Ｌｄ ＝ － ∑ ｉ，ｊ
Ａｉｊ ｌｏｇ Ｆｄ ｉｊ （２４）

其中 γ ∈ （０，１） 是平衡从 ｍｉＲＮＡ 空间和疾病空间

捕获信息的权重参数。
２．３　 协同训练

　 　 最小化式（２２）相当于分别在 ｍｉＲＮＡ 图和疾病

图上训练图自编码器。 以往的研究表明，整合双方

信息的协同训练可以提高预测生物实体关联［３３，３７］

的精度。 采用图自编码器学习到的特征表示 Ｚｍ 和

Ｚｄ 来定义协同训练损失［３６］：

Ｌｃ ＝
１
２

Ａ －Ｚｍ ＺＴ
ｄ

２
Ｆ （２５）

为了避免过拟合，加入正则化的 Ｆｒｏｂｅｎｉｕｓ 范

数，总损失可定义为：
ｍｉｎ
θ，φ

Ｌｃ ＋ μ Ｌｒ ＋ λ θ ２
Ｆ ＋ λ φ ２

Ｆ （２６）

其中 μ 是参数， λ 设为 １ ０ －７ 。 最后，通过 Ｆｍ 和 Ｆｄ

的线性组合得到最优分数矩阵 Ｆ ∈ Ｒｎｍ×ｎｄ ，
Ｆ ＝ γ Ｆｍ ＋ （１ － γ） ＦＴ

ｄ （２７）
其中 Ｆ（ｉ，ｊ） ∈ ［０，１］ 表示ｍｉＲＮＡ ｍｉ 与疾病 ｄｊ 之间的

预测分数，分数越高表示 ｍｉＲＮＡｍｉ 与疾病 ｄｊ 关联概率

越高。 ＭＤＡＧＡＣ 的过程总结为图 １ 和表 １。

表 １　 ＭＤＡＧＡＣ 算法

Ｔａｂｌｅ １　 ＭＤＡＧＡＣ ａｌｇｏｒｉｔｈｍ

输入： ｍｉＲＮＡ 的相似性矩阵 ＦＳ 和疾病的相似性矩阵 ＳＳ１ 和 ＳＳ２，疾病和 ｍｉＲＮＡ 的高斯相互作用谱核相似性 ＧＤ和 ＧＭ ，初始关联矩阵 Ａ ，
参数 α ， β ， κ ， γ ， μ
输出：分数矩阵 Ｆ

①整合 ｍｉＲＮＡ 和疾病的相似性矩阵。 ／ ／ 式（１１）和（１３）
②分别构造 ｍｉＲＮＡ 相似性图和疾病相似性图。 ／ ／ 式（１４）和（１５）
③分别计算 ｍｉＲＮＡ 图和疾病图的邻接矩阵 Ｎｍ 和 Ｎｄ 。 ／ ／ 式（１８）和（１９）

④重复

⑤ Ｚｍ ， Ｆｍ ←ＧＡＥｍ （ Ｎｍ ， Ａ ） ／ ／ 式（１６）和（２０）

⑥ Ｚｄ ， Ｆｄ ←ＧＡＥｐ（ Ｎｄ ， ＡＴ ） ／ ／ 式（１７）和（２１）

⑦通过优化式（２６）训练 ＧＡＥｍ 和 ＧＡＥｐ。 ／ ／ 协作训练

⑧直到收敛

⑨ Ｆ ＝ γ Ｆｍ ＋ （１ － γ） ＦＴ
ｄ ／ ／ 式（２７）

􀃊􀁉􀁒返回 Ｆ
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３　 结　 果

３．１　 性能评估

　 　 首先从 ＨＭＤＤ ｖ２． ０［２５］ 中 获 得 包 含 ４９５ 个

ｍｉＲＮＡ 与 ３８３ 种疾病之间的５ ４３０ 个已知关联的训

练数据，然后采用五折交叉验证评估模型 ＭＤＡＧＡＣ
的准确性。 所有已知的 ｍｉＲＮＡ⁃疾病关联被随机分

为五个大小相等的子集。 每个子集依次用作测试

集，而其他四个子集用作训练集。 如图 ２ 所示，
ＭＤＡＧＡＣ 的平均 ＡＵＣ 和标准差为０．９６０ ３±０．００３ ０，
这是五折交叉验证０．９６１ ７，０．９５５ ８，０．９５９ １，０．９６５ ０
和０．９５９ ８的平均值和标准差。

图 ２　 五折交叉验证中 ＭＤＡＧＡＣ 的 ＲＯＣ 曲线

Ｆｉｇ．２　 ＲＯＣ ｃｕｒｖｅｓ ｏｆ ＭＤＡＧＡＣ ｉｎ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ

　 　 为了进一步证明该模型的优越性能，比较了

ＭＤＡＧＡＣ 模型与八个最先进模型的预测性能，它们

分别是 ＰＢＭＤＡ （０． ９１７ ２）， ＳＡＥＭＤＡ （ ０． ９１０ ２），
ＥＧＢＭＭＤＡ （ ０． ９０４ ８ ）， ＭＤＨＧＩ （ ０． ８７９ ４ ），
ＴＬＨＮＭＤＡ （０．８７９ ５），ＭＣＭＤＡ （０．８７６ ７）， ＭａｘＦｌｏｗ
（０．８５７ ９）和 ＲＬＳＭＤＡ （０．８５６ ９）。 为了公平比较，
上述模型均基于 ＨＭＤＤ ｖ２．０［２５］ 进行了五折交叉验

证评估。 此外，由于上述模型采用了多种不同的评

价指标，在此仅利用 ＡＵＣ 值来综合衡量这些模型的

预测性能。 比较结果总结在表 ２ 中。 可以看到，我
们的模型在这九个模型中实现了最高的 ＡＵＣ 值。
ＭＤＡＧＡＣ 的优越性能得益于基于图卷积的编码器和

端到端的训练方式。

表 ２　 五折交叉验证中 ＭＤＡＧＡＣ 与其他模型的性能对比

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＭＤＡＧＡＣ
ａｎｄ ｏｔｈｅｒ ｍｏｄｅｌｓ ｉｎ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ

预测模型 ＡＵＣ 标准差

ＭＤＡＧＡＣ ０．９６０ ３ ０．００３ ０

ＰＢＭＤＡ ０．９１７ ２ ０．０００ ７

ＳＡＥＭＤＡ ０．９１０ ２ ０．００２ ９

ＥＧＢＭＭＤＡ ０．９０４ ８ ０．００１ ２

ＭＤＨＧＩ ０．８７９ ４ ０．００２ １

ＴＬＨＮＭＤＡ ０．８７９ ５ ０．００１ ０

ＭＣＭＤＡ ０．８７６ ７ ０．００１ １

ＭａｘＦｌｏｗ ０．８５７ ９ ０．００１ ０

ＲＬＳＭＤＡ ０．８５６ ９ ０．００２ ０

３．２　 参数分析

　 　 ＭＤＡＧＡＣ 中的参数会影响预测性能。 在本节

中，通过五折交叉验证选择具有最佳平均 ＡＵＣ 的超

参数。 为了验证参数 α 和 β 对疾病和 ｍｉＲＮＡ 的整

合相似性矩阵 ＳＤ 和 ＳＭ 的有效性，首先在 ０ 到 １．０
的区间内定义了 １１ 个等间距的值，并将这些值应用

在 α 和 β 上来训练模型。 然后通过五折交叉验证来

计算每个模型的 ＡＵＣ 值。 如表 ３ 所示，当 α ＝ ０．３ 和

β ＝ ０．３ 时，模型的预测性能最好。

表 ３　 不同 α和 β 值的五折交叉验证结果

Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｏｆ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ ｆｏｒ
ｄｉｆｆｅｒｅｎｔ ｖａｌｕｅｓ ｏｆ α ａｎｄ β

α ＡＵＣ 标准差 β ＡＵＣ 标准差

０ ０．９５３ ０ ０．００６ ９ ０ ０．９４８ ６ ０．００６ ２

０．１ ０．９５６ ６ ０．００５ ６ ０．１ ０．９５９ ０ ０．００４ ０

０．２ ０．９５７ ８ ０．００６ ９ ０．２ ０．９６０ ８ ０．００３ １

０．３ ０．９６０ ３ ０．００３ ０ ０．３ ０．９６０ ３ ０．００３ ０

０．４ ０．９６０ ２ ０．００３ ５ ０．４ ０．９５８ ３ ０．００３ ６

０．５ ０．９５９ ９ ０．００３ １ ０．５ ０．９５７ ０ ０．００３ ５

０．６ ０．９５９ ９ ０．００３ ９ ０．６ ０．９５６ ４ ０．００３ ４

０．７ ０．９５９ ４ ０．００３ ６ ０．７ ０．９５７ ０ ０．００３ ８

０．８ ０．９５８ ４ ０．００４ ５ ０．８ ０．９５７ ３ ０．００２ ２

０．９ ０．９５６ ９ ０．００３ ７ ０．９ ０．９５２ ８ ０．００３ ３

１．０ ０．９５３ ９ ０．００３ １ １．０ ０．９０９ ２ ０．００３ ９

　 　 在 ＭＤＡＧＡＣ 中，通过参数 γ 平衡 ｍｉＲＮＡ 空间

和疾病空间。 选择 γ ∈ ｛０．１，０．３，０．５，０．７，０．８，０．９｝ 来

训练模型。 结果如表 ４ 所示，ＭＤＡＧＡＣ 在 γ ＝ ０．８ 时

具有最佳预测性能。 此外，在构造相似性图中用到了

参数 ｋ ，当 ｋ 设置为 ５、８ 和 １０ 时，ＭＤＡＧＡＣ 的五折交

叉验证结果分别为 ０．９５８ １±０．００５ ０、０．９６０ ３±０．００３ ０
和 ０．９５８ １±０．００３ ２。
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表 ４　 不同 γ 值的五折交叉验证结果

Ｔａｂｌｅ ４　 Ｒｅｓｕｌｔｓ ｏｆ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ
ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｖａｌｕｅｓ ｏｆ γ

γ ＡＵＣ 标准差

０．１ ０．９４５ ２ ０．００２ ９

０．３ ０．９５５ ２ ０．００１ ９

０．５ ０．９５６ ０ ０．００６ ４

０．７ ０．９５９ ７ ０．００２ ７

０．８ ０．９６０ ３ ０．００３ ０

０．９ ０．９６０ ６ ０．００３ ３

　 　 采 用 ｐｙｔｏｒｃｈ （ ｈｔｔｐｓ： ／ ／ ｐｙｔｏｒｃｈ． ｏｒｇ ／ ） 构 建

ＭＤＡＧＡＣ，并应用 Ａｄａｍ 优化器训练模型。 然后，将
神经网络的随机失活率设置为 ０．５，并通过改变学习

率 ｌｒ 来评估 ＭＤＡＧＡＣ 的预测性能。 结果显示在表 ５
中，其中最佳学习率值是 ０．０１。 此外，还对不同的隐

藏层维度进行模型训练。 结果如表 ６ 所示，我们的

模型预测性能随着隐藏层维度的增加而增强。 但当

维数大于 １４４ 时，ＡＵＣ 不再有显著提高。 因此，将隐

藏层的维数设置为 １４４，以节省模型的计算成本。

表 ５ 不同 ｌｒ 值的五折交叉验证结果

Ｔａｂｌｅ ５　 Ｒｅｓｕｌｔｓ ｏｆ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ
ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｖａｌｕｅｓ ｏｆ ｌｒ

ｌｒ ＡＵＣ 标准差

０．００１ ０．９２６ ８ ０．００５ ７

０．０１ ０．９６０ ３ ０．００３ ０

０．０５ ０．９２０ ６ ０．０２２ ４

０．１ ０．５１３ ２ ０．０１０ ５

表 ６ 　 不同隐藏层维度的五折交叉验证结果

Ｔａｂｌｅ ６　 Ｒｅｓｕｌｔｓ ｏｆ ５⁃ｆｏｌｄ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ ｆｏｒ
ｄｉｆｆｅｒｅｎｔ ｈｉｄｄｅｎ ｌａｙｅｒ ｄｉｍｅｎｓｉｏｎｓ

维度 ＡＵＣ 标准差

６４ ０．９４８ ８ ０．００４ ０

１００ ０．９５５ ５ ０．００３ ２

１２５ ０．９５９ ３ ０．００３ ８

１４４ ０．９６０ ３ ０．００３ ０

１９６ ０．９６０ １ ０．００２ ９

２２５ ０．９５９ ５ ０．００３ ５

４　 结　 论

　 　 预测潜在的 ｍｉＲＮＡ⁃疾病关联使研究人员能够

更好地了解疾病的机制，并促进复杂疾病的诊断、治
疗和预防。 本研究提出了一种端到端的深度学习模

型来预测 ｍｉＲＮＡ⁃疾病关联关系，称为 ＭＤＡＧＡＣ。 基

于五折交叉验证的实验结果表明：
１）ＭＤＡＧＡＣ 方法可靠有效，优于现有的几种方法。
２）与现有的 ｍｉＲＮＡ⁃疾病关联预测方法相比，

ＭＤＡＧＡＣ 采用端到端的神经网络模型来协同训练两

个 ＧＡＥ。 这种数据驱动的端到端的深度学习模型不

仅提高了预测潜在 ｍｉＲＮＡ⁃疾病关联的精度，而且为

生物信息学的其它领域提供了一种通用的方法。
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［６］ＡＭＢＲＯＳ Ｖ． ｍｉｃｒｏＲＮＡｓ： Ｔｉｎｙ ｒｅｇｕｌａｔｏｒｓ ｗｉｔｈ ｇｒｅａｔ ｐｏｔｅｎｔｉａｌ
［Ｊ］． Ｃｅｌｌ， ２００１， １０７（７）：８２３－８２６． ＤＯＩ： １０．１０１６ ／ ｓ００９２－
８６７４（０１）００６１６－ｘ．

［７］ ＣＨＥＮ Ｘｉｎｇ， ＸＩＥ Ｄｉ， ＺＨＡＯ Ｑｉ， ｅｔ ａｌ． ＭｉｃｒｏＲＮＡｓ ａｎｄ
ｃｏｍｐｌｅｘ ｄｉｓｅａｓｅｓ： ｆｒｏｍ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｔｏ ｃｏｍｐｕｔａｔｉｏｎａｌ
ｍｏｄｅｌｓ［Ｊ］． Ｂｒｉｅｆｉｎｇｓ ｉｎ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０１９， ２０（２）：５１５－
５３９． ＤＯＩ： １０．１０９３ ／ ｂｉｂ ／ ｂｂｘ１３０．

［８］ＣＨＯＵ Ｃ Ｈ， ＣＨＡＮＧ Ｎ Ｗ， ＳＨＲＥＳＴＨＡ Ｓ， ｅｔ ａｌ． ｍｉＲＴａｒ⁃
Ｂａｓｅ ２０１６： Ｕｐｄａｔｅｓ ｔｏ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌｌｙ ｖａｌｉｄａｔｅｄ ｍｉＲＮＡ⁃
ｔａｒｇｅｔ ｉｎｔｅｒａｃｔｉｏｎｓ ｄａｔａｂａｓｅ ［ Ｊ］． Ｎｕｃｌｅｉｃ Ａｃｉｄｓ Ｒｅｓｅａｒｃｈ，
２０１６，４４（Ｄ１）：Ｄ２３９－Ｄ２４７． ＤＯＩ：１０．１０９３／ ｎａｒ ／ ｇｋｖ１２５８．

［９］邹小龙，董雪松，孙学溥．结肠癌中核内 ｍｉＲＮＡ 的激活调

控作用研究 ［ Ｊ］．生物信息学，２０１９，１７ （ ２）：１１１ － １１５．
ＤＯＩ：１０．１２１１３ ／ ｊ．ｉｓｓｎ．１６７２－５５６５．２０１９０３００９．

　 ＺＯＵ Ｘｉａｏｌｏｎｇ， ＤＯＮＧ Ｘｕｅｓｏｎｇ， ＳＵＮ Ｘｕｅｐｕ． Ａｃｔｉｖａｔｉｏｎ ｒｅｇ⁃
ｕｌａｔｉｏｎ ｏｆ ｎｕｃｌｅａｒ ｍｉＲＮＡ ｒｅｇｕｌａｔｉｏｎ ｉｎ ｃｏｌｏｎ ｃａｎｃｅｒ［Ｊ］．Ｃｈｉ⁃
ｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ，２０１９，１７（２）：１１１－１１５． ＤＯＩ：
１０．１２１１３ ／ ｊ．ｉｓｓｎ．１６７２－５５６５．２０１９０３００９．

［１０］赵燕伟，王振兴，王熙梓，等．转录因子及 ｍｉＲＮＡ 调控食

管癌耐药机制研究［Ｊ］．生物信息学， ２０２２，２０（１）：５６－
６３． ＤＯＩ：１０．１２１１３ ／ ２０２００９００５．

　 　 ＺＨＡＯ Ｙａｎｗｅｉ， ＷＡＮＧ Ｚｈｅｎｘｉｎｇ， ＷＡＮＧ Ｘｉｚｉ， ｅｔ ａｌ． Ｒｏｌｅ
ａｎｄ ｍｅｃｈａｎｉｓｍｓ ｏｆ ｍｉＲＮＡ ａｎｄ ｔｒａｎｓｃｒｉｐｔｉｏｎ ｆａｃｔｏｒｓｒｅｇｕｌａｔ⁃
ｉｎｇ ｄｒｕｇ ｒｅｓｉｓｔａｎｃｅ ｏｆ ｅｓｏｐｈａｇｅａｌ ｃａｎｃｅｒ［ Ｊ］．Ｃｈｉｎｅｓｅ Ｊｏｕｒ⁃
ｎａｌ ｏｆ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０２２， ２０ （ １）： ５６ － ６３． ＤＯＩ： １０．
１２１１３ ／ ２０２００９００５．

［１１］ ＣＨＥＮ Ｃｈａｎｇｚｈｅｎｇ． ｍｉｃｒｏＲＮＡｓ ａｓ ｏｎｃｏｇｅｎｅｓ ａｎｄ ｔｕｍｏｒ
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ｓｕｐｐｒｅｓｓｏｒｓ［ Ｊ］． Ｎｅｗ Ｅｎｇｌａｎｄ Ｊｏｕｒｎａｌ Ｍｅｄｉｃｉｎｅ， ２００５，
３５３（１７）：１７６８－１７７１． ＤＯＩ： １０．１０５６ ／ ＮＥＪＭｐ０５８１９０．

［１２］ＪＩＡＮＧ Ｑｉｎｇｈｕａ， ＨＡＯ Ｙａｎｇｙａｎｇ， ＷＡＮＧ Ｇｕｏｈｕａ， ｅｔ ａｌ．
Ｐｒｉｏｒｉｔｉｚａｔｉｏｎ ｏｆ ｄｉｓｅａｓｅ ｍｉｃｒｏＲＮＡｓ ｔｈｒｏｕｇｈ ａ ｈｕｍａｎ ｐｈｅ⁃
ｎｏｍｅ⁃ｍｉｃｒｏＲＮＡｏｍｅ ｎｅｔｗｏｒｋ ［ Ｊ］． ＢＭＣ Ｓｙｓｔｅｍｓ Ｂｉｏｌｏｇｙ，
２０１０， ４：Ｓ２． ＤＯＩ： １０．１１８６ ／ １７５２－０５０９－４－Ｓ１－Ｓ２．

［１３］ＭØＲＫ Ｓ， ＰＬＥＴＳＣＨＥＲ－ＦＲＡＮＫＩＬＤ Ｓ， ＰＡＬＬＥＪＡ ＣＡＲＯ
Ａ， ｅｔ ａｌ． Ｐｒｏｔｅｉｎ⁃ｄｒｉｖｅｎ ｉｎｆｅｒｅｎｃｅ ｏｆ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉ⁃
ａｔｉｏｎｓ［Ｊ］． Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０１４， ３０：３９２－ ３９７． ＤＯＩ： １０．
１０９３ ／ ｂｉｏｉｎｆｏｒｍａｔｉｃｓ ／ ｂｔｔ６７７．

［１４］ＣＨＥＮ Ｘｉｎｇ， ＹＡＮ Ｃ Ｃ， ＺＨＡＮＧ Ｘｕ， ｅｔ ａｌ． ＷＢＳＭＤＡ：
Ｗｉｔｈｉｎ ａｎｄ ｂｅｔｗｅｅｎ ｓｃｏｒｅ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎ
ｐｒｅｄｉｃｔｉｏｎ ［ Ｊ］． Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ， ２０１６， ６ （ １）： ２１１０６．
ＤＯＩ： １０．１０３８ ／ ｓｒｅｐ２１１０６．

［１５］ＸＵＡＮ Ｐｉｎｇ， ＨＡＮ Ｋｅ， ＧＵＯ Ｙａｈｏｎｇ， ｅｔ ａｌ． Ｐｒｅｄｉｃｔｉｏｎ ｏｆ
ｐｏｔｅｎｔｉａｌ ｄｉｓｅａｓｅ⁃ａｓｓｏｃｉａｔｅｄ ｍｉｃｒｏＲＮＡｓ ｂａｓｅｄ ｏｎ ｒａｎｄｏｍ
ｗａｌｋ ［ Ｊ］． Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０１５， ３１ （ １１）： １８０５ － １８１５．
ＤＯＩ： １０．１０９３ ／ ｂｉｏｉｎｆｏｒｍａｔｉｃｓ ／ ｂｔｖ０３９．

［１６］ ＣＨＥＮ Ｘｉｎｇ， ＹＡＮ Ｃ Ｃ， ＺＨＡＮＧ Ｘｕ， ｅｔ ａｌ． ＨＧＩＭＤＡ：
Ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ ｉｎｆｅｒｅｎｃｅ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａ⁃
ｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ［ Ｊ］． Ｏｎｃｏｔａｒｇｅｔ， ２０１６， ７ （ ４０）： ６５２５７ －
６５２６９． ＤＯＩ： １０．１８６３２ ／ ｏｎｃｏｔａｒｇｅｔ．１１２５１．

［１７］ＣＨＥＮ Ｘｉｎｇ， ＹＩＮ Ｊｕｎ， ＱＵ Ｊｉａ， ｅｔ ａｌ． ＭＤＨＧＩ： Ｍａｔｒｉｘ ｄｅ⁃
ｃｏｍｐｏｓｉｔｉｏｎ ａｎｄ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ ｉｎｆｅｒｅｎｃｅ ｆｏｒ ｍｉＲＮＡ⁃
ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ［ Ｊ ］． ＰＬｏＳ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｂｉｏｌｏｇｙ，２０１８，１４（８）：ｅ１００６４１８． ＤＯＩ：１０．１３７１ ／ ｊｏｕｒｎａｌ．ｐｃ⁃
ｂｉ．１００６４１８．

［１８］ＹＯＵ Ｚｈｕｈｏｎｇ， ＨＵＡＮＧ Ｚｈｉａｎ， ＺＨＵ Ｚｅｘｕａｎ， ｅｔ ａｌ． ＰＢＭ⁃
ＤＡ： Ａ ｎｏｖｅｌ ａｎｄ ｅｆｆｅｃｔｉｖｅ ｐａｔｈ⁃ｂａｓｅｄ ｃｏｍｐｕｔａｔｉｏｎａｌ ｍｏｄｅｌ
ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ［Ｊ］． ＰＬｏＳ Ｃｏｍｐｕ⁃
ｔａｔｉｏｎａｌ Ｂｉｏｌｏｇｙ， ２０１７， １３（３）：ｅ１００５４５５． ＤＯＩ： １０．１３７１ ／
ｊｏｕｒｎａｌ．ｐｃｂｉ．１００５４５５．

［１９］ＣＨＥＮ Ｘｉｎｇ， ＱＵ Ｊｉａ， ＹＩＮ Ｊｕｎ． ＴＬＨＮＭＤＡ： Ｔｒｉｐｌｅ ｌａｙｅｒ
ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｉｎｆｅｒｅｎｃｅ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ
ａｓｓｏｃｉａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ［Ｊ］． Ｆｒｏｎｔｉｅｒｓ ｉｎ Ｇｅｎｅｔｉｃｓ， ２０１８， ９：
２３４． ＤＯＩ： １０．３３８９ ／ ｆｇｅｎｅ．２０１８．００２３４．

［２０］ＣＨＥＮ Ｘｉｎｇ， ＹＡＮ Ｇｕｉｙｉｎｇ． Ｓｅｍｉ－ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｆｏｒ
ｐｏｔｅｎｔｉａｌ ｈｕｍａｎ ｍｉｃｒｏＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎｓ ｉｎｆｅｒｅｎｃｅ
［Ｊ］． Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ， ２０１４， ４：５５０１． ＤＯＩ： １０． １０３８ ／
ｓｒｅｐ０５５０１．

［２１］ＬＩ Ｊｉａｎｑｉａｎｇ， ＲＯＮＧ Ｚｈｉｈａｏ， ＣＨＥＮ Ｘｉｎｇ， ｅｔ ａｌ． ＭＣＭＤＡ：
Ｍａｔｒｉｘ ｃｏｍｐｌｅｔｉｏｎ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ
［Ｊ］． Ｏｎｃｏｔａｒｇｅｔ， ２０１７， ８（１３）：２１１８７－２１１９９． ＤＯＩ： １０．
１８６３２ ／ ｏｎｃｏｔａｒｇｅｔ．１５０６１．

［２２］ＣＨＥＮ Ｘｉｎｇ， ＷＵ Ｑｉａｏｆｅｎｇ， ＹＡＮ Ｇｕｉｙｉｎｇ． ＲＫＮＮＭＤＡ：
Ｒａｎｋｉｎｇ⁃ｂａｓｅｄ ＫＮＮ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎ ｐｒｅｄｉｃ⁃
ｔｉｏｎ［Ｊ］． ＲＮＡ Ｂｉｏｌｏｇｙ， ２０１７， １４（７）：９５２－９６２． ＤＯＩ： １０．
１０８０ ／ １５４７６２８６．２０１７．１３１２２２６．

［２３］ＣＨＥＮ Ｘｉｎｇ， ＨＵＡＮＧ Ｌｉ， ＸＩＥ Ｄｉ， ｅｔ ａｌ． ＥＧＢＭＭＤＡ： Ｅｘ⁃
ｔｒｅｍｅ ｇｒａｄｉｅｎｔ ｂｏｏｓｔｉｎｇ ｍａｃｈｉｎｅ ｆｏｒ ｍｉＲＮＡ⁃ｄｉｓｅａｓｅ ａｓｓｏｃｉａ⁃
ｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ［ Ｊ］． Ｃｅｌｌ Ｄｅａｔｈ ＆ Ｄｉｓｅａｓｅ， ２０１８， ９： ３．
ＤＯＩ： １０．１０３８ ／ ｓ４１４１９－０１７－０００３－ｘ．

［２４］ ＬＥＣＵＮ Ｙ， ＢＥＮＧＩＯ Ｙ， ＨＩＮＴＯＮ Ｇ． Ｄｅｅｐ ｌｅａｒｎｉｎｇ［ Ｊ］．
Ｎａｔｕｒｅ， ２０１５，５２１（７５５３）：４３６－４４４． ＤＯＩ：１０．１０３８／ ｎａｔｕｒｅ１４５３９．

［２５］ＬＩ Ｙａｎｇ， ＱＩＵ Ｃｈｅｎｇｘｉａｎｇ， ＴＵ Ｊｉａｎ， ｅｔ ａｌ． ＨＭＤＤ ｖ２．０： Ａ
ｄａｔａｂａｓｅ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔａｌｌｙ ｓｕｐｐｏｒｔｅｄ ｈｕｍａｎ ｍｉｃｒｏＲＮＡ ａｎｄ

ｄｉｓｅａｓｅ ａｓｓｏｃｉａｔｉｏｎｓ［ Ｊ］． Ｎｕｃｌｅｉｃ Ａｃｉｄｓ Ｒｅｓｅａｒｃｈ，２０１４，４２
（Ｄ１）： Ｄ１０７０－Ｄ１０７４． ＤＯＩ：１０．１０９３ ／ ｎａｒ ／ ｇｋｔ１０２３．

［２６］ＳＣＨＥＩＢＬＥ Ｒ， ＳＴＲＥＣＫＥＲ Ｐ， ＹＡＺＩＪＹ Ｓ， ｅｔ ａｌ． Ａ ｍｕｌｔｉ⁃
ｌｉｎｇｕａｌ ｂｒｏｗｓｅｒ ｐｌａｔｆｏｒｍ ｆｏｒ ｍｅｄｉｃａｌ ｓｕｂｊｅｃｔ ｈｅａｄｉｎｇｓ［ Ｊ］．
Ｓｔｕｄｉｅｓ ｉｎ Ｈｅａｌｔｈ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｉｎｆｏｒｍａｔｉｃｓ， ２０２２， ２８９：
３８４－３８７． ＤＯＩ： １０．３２３３ ／ ＳＨＴＩ２１０９３９．

［２７］ＬＩ Ｙｕ， ＫＵＷＡＨＡＲＡ Ｈ， ＹＡＮＧ Ｐｅｎｇ， ｅｔ ａｌ． ＰＧＣＮ： Ｄｉｓ⁃
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ｔｉｏｎｓ［ Ｊ］． ＢＭＣ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ， ２０２１， ２２：１３６． ＤＯＩ： １０．
１１８６ ／ ｓ１２８５９－０２１－０４０７３－ｚ．

［３４］ＫＩＰＦ Ｔ Ｎ， ＷＥＬＬＩＮＧ Ｍ． Ｖａｒｉａｔｉｏｎａｌ ｇｒａｐｈ ａｕｔｏ⁃ｅｎｃｏｄｅｒｓ
［ Ｊ］． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ： １６１１． ０７３０８， ２０１６． ＤＯＩ： １０．
４８５５０ ／ ａｒＸｉｖ．１６１１．０７３０８．

［３５］ ＫＩＰＦ Ｔ Ｎ， ＷＥＬＬＩＮＧ Ｍ． Ｓｅｍｉ － ｓｕｐｅｒｖｉｓｅｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｗｉｔｈ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ［ Ｊ］． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸ⁃
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［３６］ＪＩＮ Ｃｈｅｎ， ＳＨＩ Ｚｈｕａｎｇｗｅｉ， ＺＨＡＮＧ Ｈａｎ， ｅｔ ａｌ． Ｐｒｅｄｉｃｔｉｎｇ
ｌｎｃＲＮＡ⁃ｐｒｏｔｅｉｎ ｉｎｔｅｒａｃｔｉｏｎｓ ｂａｓｅｄ ｏｎ ｇｒａｐｈ ａｕｔｏｅｎｃｏｄｅｒｓ
ａｎｄ ｃｏｌｌａｂｏｒａｔｉｖｅ ｔｒａｉｎｉｎｇ［Ｃ］． ／ ／ ２０２１ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓ ａｎｄ Ｂｉｏｍｅｄｉｃｉｎｅ （ ＢＩＢＭ）．
ＩＥＥＥ， ２０２１： ３８ － ４３． ＤＯＩ： １０． １１０９ ／ ＢＩＢＭ５２６１５． ２０２１．
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３２１第 ２ 期 刘立伟，等：基于图自编码器和协同训练预测 ｍｉＲＮＡ 与疾病的关联


