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基于三维卷积神经网络的肺结节探测与定位方法

侯智超，杨　 杨，李晓琴∗

（北京工业大学 环境与生命学部，北京 １００１２４）

摘　 要：提出一种基于三维卷积神经网络对肺部计算机断层扫描图像（ＣＴ）进行肺结节自动探测及定位的方法。 基于开源数

据集 ＬＵＮＡ１６ 开展研究，对数据进行像素归一化、坐标转换等预处理，对正样本使用随机平移、旋转和翻转的方式进行扩充，对
负样本进行随机采样。 搭建了三维卷积神经网络并在训练过程中调整网络参数，直到得到性能最佳的网络。 此外还设计了

模型在肺部的三维空间中标记肺结节的方法。 经测试，模型的敏感性为 ９３．０３％，特异性为 ９７．３９％，结果表明所提方法能够较

为准确地探测并标记结节。
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　 　 肺癌是一种常见的癌症，其早期表现是肺部 ＣＴ
图像中出现的结节。 如果能尽早的发现结节并进行

及时治疗则可以有效降低发展为肺癌的几率。 目前

主要是通过临床医生观察 ＣＴ 图像来检测肺结节，
随着肺癌筛查普及，产生了大量的 ＣＴ 扫描，该方法

不仅给医生带来了巨大的工作量而且其主要依赖于

医生的临床经验，容易导致医生疲劳，从而导致误诊

和漏诊的发生。 因此，有研究者提出将计算机辅助

诊断算法应用于肺结节的检测中。
传统肺部计算机辅助诊断检测结节主要是通过

图像增强技术将结节分割后再进行识别，此类增强

方法有可能改变原有的 ＣＴ 数据，进而干扰后续特

征提取及检测环节［１］。 如 Ｔｅｒａｍｏｔｏ ［２］、Ａｒｅｓｔａ ［３］等

人均关注结节的轮廓，并对其进行增强来进行肺结

节的分割；Ｊｏｈｎ ［４］、Ｌｅｅｍｐｕｔ ［５］等人则关注于找到合

适的阈值来提取结节；Ｏｇｕｌ ［６］等人则使用了多尺度

的方法来检测结节；齐守良［７］ 等人利用人工确定种

子点，采用多阈值结合距离变换的方法提取结节。
虽然传统的方法可以实现肺结节的检测，但是需要

对图像进行复杂的预处理来人工提取特征，然后再



对其进行识别和分类。 该方法条件苛刻，若检测数

量增加，则需要投入庞大的计算资源。
自 ２００６ 年深度学习的概念被正式提出［８］，研究

者不断地探索和实验验证，证实了其在图像识别和分

类方面应用的优势［９－１０］。 其中，卷积神经网络技术可

以直接从输入的图像数据中提取特征并进行后续分

类，相比于传统方法避免了复杂的预处理过程，在图

像方面的分类和识别研究方面被广泛应用［１１－１４］。
Ｓｅｔｉｏ 等人［１５］将二维卷积神经网络应用于三维立体图

像的研究，针对不用形态的结节，借鉴已有的技术，设
计了三种探测器，并针对每个候选结节对象，提取了

多个二维视图，通过融合三个探测系统的结果，达到

了较好的效果。 其虽然考虑了结节的空间信息，结合

了多个角度进行决策，但其模型仍是基于二维卷积神

经网络实现的，（二维的缺陷）。 Ｋｉｍ 等人［１６］ 将以结

节为中心的多尺寸区域放缩到相同的尺寸，并以不同

的顺序进行组合，其将各个分支的输出结合，网络结

构十分复杂。 Ｄｉｎｇ 等人［１７］ 将肺部 ＣＴ 切片轴向上连

续的三层作为输入，训练了三维卷积神经网络模型用

于降低假阳性，考虑了空间信息但仅使用了三层切

片。 以上研究均为对肺结节初筛后再降低结果中假

阳性，耗时较长并且准确度不高。
综上，本文旨在提出一种基于三维卷积神经网络

的肺结节探测方法，能够直接在 ＣＴ 数据中探测结节，
并将结节进行标记。 此外，设计一套完整的测试流程，
为在 ＣＴ 图像中对肺结节进行识别和定位提供参考。

１　 数据

　 　 本研究选用美国 ２０１６ 年肺结节分析 （ Ｌｕｎｇ
Ｎｏｄｕｌｅ Ａｎａｌｙｓｉｓ ２０１６， ＬＵＮＡ１６）挑战赛开源数据集

（ｈｔｔｐｓ： ／ ／ ｌｕｎａ１６． ｇｒａｎｄ⁃ｃｈａｌｌｅｎｇｅ． ｏｒｇ） 作为源数据。
ＬＵＮＡ１６ 挑战是一个完全开放的挑战，数据来自现

有的最大的公共肺结节参考数据库 ＬＩＤＣ ／ ＩＤＲＩ 数

据集。 ＬＩＤＣ ／ ＩＤＲＩ 数据集包括 １ ０１８ 份 ＣＴ 图像和

附带相关的 ＸＭＬ 文件，并且由 ４ 名经验丰富的放射

科医生对结节进行注释。 ＬＵＮＡ１６ 丢弃了切片厚度

大于 ３ ｍｍ 的扫描，还排除了有缺失或不一致切片

的 ＣＴ，最终得到 ８８８ 个 ＣＴ 扫描。 其参考标准为由

４ 名放射科医生中至少 ３ 名认为是大于等于 ３ ｍｍ
的结节，这样的结节共有 １ １８６ 个。 未包含在参考

标准中的注释（非结节、小于 ３ ｍｍ 的结节和仅由 １
或 ２ 名放射科医生注释的结节）被称为不相关的发

现，在官方附件中提供了不相关的注释文件。 此外

本研究还使用了官方给出的用于假阳性减少比赛的

包含约 ５５ 万个初筛的注释。

２　 方法

２．１　 卷积神经网络

　 　 卷积神经网络是一种包含特征提取器的多层神

经网络，由 ＬｅＣｕｎ 等人［１８］在 １９９８ 年首次正式提出，
主要由卷积层、池化层，全连接层组成，网络多个层

之间的组合能够对图像进行不同层次的抽象处理和

特征提取［１９］，随着卷积神经网络被广泛地应用，后
来陆续有新的网络层被开发出来对其不断地进行补

充和优化，如为防止梯度消失的批归一化层，防止过

拟合的随机丢弃层等等。
２．１．１　 卷积层

卷积层的功能主要是提取特征，层输出由卷积

核实现，卷积核的数量与输出特征图的数量相同，卷
积核的大小和移动步长决定了特征图的特征分布和

精度，卷积过程中卷积核共享参数，但不同卷积核的

参数不一定相同。 深度学习中卷积操作指卷积核的

每个值与卷积区域的对应位置的值相乘再求和，以
一定的移动幅度遍历整个图像的过程，二维卷积过

程（见图 １）。

图 １　 二维卷积过程示意图

Ｆｉｇ．１　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａ ２Ｄ ｃｏｎｖｏｌｕｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 图中卷积前图像大小为 ５×５，经 ３×３ 的卷积核

进行步长为 １ 的卷积处理后图像大小变为 ３×３。 卷

积前在图像周围补“０”，可防止丢失图像边缘像素

信息，还可使卷积前后图像大小保持一致。 三维卷

积原理与二维卷积类似，不同的是其卷积核是三维

卷积核，卷积运算在三个维度中进行，因此输出的特

征图也为三维形式。
２．１．２　 池化层

池化层在于对特征图进行降维压缩，以减少参

数数量，防止过拟合，并保持图像的平移不变性。 目

前常用的方法为最大池化和平均池化，根据图像特

点和需求，本研究选用最大池化方法，即每次选取池

化核邻域内最大的像素，如图 ２ 中阴影部分所示。
此外，池化运算的步长一般与池化窗口宽度相同，即
移动时不与上一步重叠，以达到压缩特征图的目的。
二维池化过程（见图 ２）。
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图 ２　 二维池化过程示意图

Ｆｉｇ．２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａ ２Ｄ ｍａｘ⁃ｐｏｏｌｉｎｇ ｐｒｏｃｅｓｓ

　 　 图中池化窗口尺寸为 ２×２，移动步长为 ２，因此

输出特征图尺寸由输入时的 ４×４ 减小为 ２×２。 三维

池化原理与二维相同，不同的是池化核在三维邻域

进行取值操作。 该方法可以有效降低特征图的大

小，降低计算压力，一般与卷积层成对设置。
２．１．３　 全连接层

全连接层将经过多个卷积层和池化层提取的特

征进行整合后经 Ｓｏｆｔｍａｘ 分类函数进行分类，得到

基于输入的概率分布［２０］。 前层输出的特征图在经

过一维化后输入全连接层，经过加权后将分布式的

特征映射到样本标记空间。
２．２　 数据预处理

２．２．１　 像素归一化与坐标转换

　 　 ＬＵＮＡ１６ 数据集中的 ＣＴ 图像由不同仪器扫描产

生，成像因素造成灰度的差异。 为了防止灰度值分布

增加特征量而对后续研究产生影响［ ２１］，需要对图像

进行像素归一化处理。 根据人体肺部附近组织及空

气 ＣＴ 值的分布范围，本研究使用线性变换将 ＣＴ 切

片（－１ ０００，４００）的亨氏值归一化到（０，１）。 ＬＵＮＡ１６
数据集给出的坐标值是世界坐标，单位长度为 ｍｍ，
其数据存储均规范到５１２×５１２的大小，每个扫描在其

头文件中给出了空间分辨率，因此需要将其转换为体

素坐标。 转换如公式（１）所示。

（ｃｏｏｒｄＸ，ｃｏｏｒｄＹ，ｃｏｏｒｄＺ） ＝ （ ｜ ｃｏｏｒｄｘ － ｏｒｉｇｉｎ＿ｘ ｜
ｓｐａｃｉｎｇ＿ｘ

，

｜ ｃｏｏｒｄｙ － ｏｒｉｇｉｎ＿ｙ ｜
ｓｐａｃｉｎｇ＿ｙ

，｜ ｃｏｏｒｄＺ － ｏｒｉｇｉｎ＿ｚ ｜
ｓｐａｃｉｎｇ＿ｚ

）

（１）
公式中（ｃｏｏｒｄｘ， ｃｏｏｒｄｙ， ｃｏｏｒｄｚ）为待检测目标的世

界坐标，（ｏｒｉｇｉｎ＿ｘ， ｏｒｉｇｉｎ＿ｙ， ｏｒｉｇｉｎ＿ｚ）为扫描机器对

应的世界坐标原点，（ｓｐａｃｉｎｇ＿ｘ， ｓｐａｃｉｎｇ＿ｙ， ｓｐａｃｉｎｇ＿
ｚ） 为 存 储 时 的 空 间 分 辨 率， （ ｃｏｏｒｄＸ， ｃｏｏｒｄＹ，
ｃｏｏｒｄＺ）为转换后的像素坐标。
２．２．２　 数据划分

　 　 在深度学习中需要将数据按一定比例随机划分

为训练集、验证集和测试集，训练集用于训练模型，验
证集用于在训练过程中对模型进行调优，测试集不参

与网络的训练，用于评估模型。 本研究在包含 ８８８ 套

扫描的十个无序文件夹中，取前九个作为训练源数

据，共包含 １ ０８１ 个结节，最后一个文件夹中的图像作

为独立的测试数据，包含 １０５ 个结节。 ＬＵＮＡ１６ 比赛

数据给出的１ １８６个肺结节直径均小于４０ ｍｍ且其中

９０％小于１５ ｍｍ，将所有图像进行像素归一化和坐标

转换处理后，将结节位置和轴向同位置的邻近切片以

五张４０×４０的连续切片存放到 ｈ５ｐｙ 格式的文件中，生
成用于训练网络的 ３Ｄ 数据集。
２．２．３　 数据扩充与采样

对于单次扫描而言，结节数量是远远小于正常样

本数量的。 模型具有高准确率的前提是对正负样本

都能准确识别，这取决于模型是否全面地学习到了正

负样本的特征信息。 在 ＬＵＮＡ１６ 数据集中，正样本的

注释相对于负样本是非常少的，因此需要扩充正样

本，使训练数据集中有足够数量的正样本；而负样本

数目庞大，因此需要进行下采样来减少数量，尽可能

使有限数量的集合全面包含负样本特征信息。
本研究分别使用三种不同的正负样本选择与扩

充方式得到了三个训练集。 其中，训练集 １ 和训练

集 ２ 使用相同的方法扩充正样本，规则如下：正样本

的样本中心在 ４０×４０ 的范围内随机平移，平移范围

由结节直径大小约束，再经过 ９０°、１８０°旋转以及水

平翻转扩充数据。 在训练集 １ 中，假设被标记为正

样本之外的区域都为负样本，对正样本关于水平中

线、竖直中线和反斜对角线对称的位置进行采样，然
后利用旋转、翻转扩增负样本。 训练集 ２ 的负样本

是我们排除官方提供的不相关注释列表中的点位，
从剩余非结节点位中随机选取一部分获得的，数量

与正样本数量相当。
为降低随机移动的偶然性，训练集 ３ 将随机平

移的范围约束在 ４０×４０ 大小的四个 １０×１０ 的矩形

内，进行多次扩增，这些正样本相对均匀地在各方向

上均得到了扩充。 训练集 ３ 结合训练集 １ 和训练集

２ 的负样本采样方式，将采样到的负样本随机混合，
并控制其数量与正样本数量相当。 得到的三个训练

集的样本数量分布（见表 １）。

表 １　 训练集样本数量表

Ｔａｂｌｅ １　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓａｍｐｌｅｓ

训练集
样本数量 ／ 个

正样本 负样本

１ １６ ９８０ １６ ２１５
２ １６ ９８０ １６ ９０４
３ ２７ ０１５ ３０ ０６２

２．３　 训练 ３Ｄ⁃ＣＮＮ
　 　 本研究基于 Ｗｉｎｄｏｗｓ１０ 操作系统，利用 ｐｙｔｈｏｎ
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编程语言，软件版本使用 Ｔｅｎｓｏｒｆｌｏｗ⁃ｇｐｕ Ｖ１．７． ０ 和

ＫｅｒａｓＶ２．１．６，搭配 ＣＵＤＡＶ９．０．１７６ 和 ｃｕｄｎｎ Ｖ７．４ 并

使用 ＮＶＩＤＩＡＱｕａｄｒｏ Ｋ２２００ ＧＰＵ 搭建了基于 ３Ｄ⁃
ＣＮＮ 的肺结节检测网络并进行训练。 训练过程中

根据验证集准确率和损失值的变化调整网络的结构

和参数。 经过大量实验得到 ３Ｄ⁃ＣＮＮ 结构框图（见
图 ３）。 平均模型训练时间约 ０．５ ｈ。

图 ３　 ３Ｄ⁃ＣＮＮ 结构示意图

Ｆｉｇ．３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ３Ｄ⁃ＣＮＮ

　 　 如图 ３ 所示，本文搭建的 ３Ｄ⁃ＣＮＮ 包含 ４ 个卷积

层、３ 个池化层、１ 个全连接层、１ 个输入层和 １ 个输出

层。 其中，卷积层中卷积核的尺寸均为 ３×３×３，步长为

１，填充方式为“ｓａｍｅ”，即卷积前在图像之外填充 ０ 以

保证卷积前后图像大小不变，激活函数为 ＲｅＬＵ 激活函

数。 前 ３ 个卷积层后分别设置了步长为 ２ 的池化层以

减少参数个数，降低网络计算压力。 全连接层设置 １６
个神经元，用于整合前层的特征，激活函数为 ＲｅＬＵ 激

活函数，最后由 ｓｏｆｔｍａｘ 分类输出层输出结果。
训练过程中通过可视化工具 Ｔｅｎｓｏｒｂｏａｒｄ 观察模

型在训练集和验证集上的准确率变化情况，据此来调

整模型的结构和参数。 在此展示模型 １－３ 在训练集和

验证集上的准确率和损失值的变化情况（见图 ４、
图 ５）。其中，图 ４ 为模型 １－３ 在训练集上准确率和损失

值的变化，图 ５ 为模型 １－３ 在验证集上准确率和损失

值的变化。

图 ４　 训练集上准确率和损失值曲线图

Ｆｉｇ．４　 Ｇｕｒｖｅｓ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｏｎ ｔｒａｉｎｉｎｇ ｓｅｔ

图 ５　 验证集上准确率和损失值曲线图

Ｆｉｇ．５　 Ｇｕｒｖｅｓ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｏｎ ｖａｌｉｄａｔｉｏｎ ｓｅｔ
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　 　 由图 ４ 和图 ５ 可以看出在网络进行训练 ２０ 轮次

左右时模型 １ 和模型 ２ 收敛，准确率和损失值基本保

持稳定。 模型 ３ 的则需要更多的训练轮次才达到稳

定，这是因为在数据扩充与采样时，训练集 ３ 相较于训

练集 １ 和训练集 ２ 数据更为多样化，网络学习特征的

难度更大，从而训练模型到收敛的过程更长。 为使结

果更加可靠，我们对每个训练集分别进行了多次训练。
２．４　 模型评价指标

　 　 本研究中模型的性能主要通过敏感性、特异性来衡

量。 敏感性与特异性的计算方式如公式（２）、（３）所示。

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（２）

ＴＮＲ ＝ ＴＮ
ＦＰ ＋ ＴＮ

（３）

式中真阳性比例（ ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｒａｔｅ， ＴＰＲ）表示

敏感性，真阴性比例（ ｔｒｕｅ ｎｅｇａｔｉｖｅ ｒａｔｅ， ＴＮＲ）表示

特异性。
测试集中包含 ８８ 套 ＣＴ 扫描，在官方初筛注

释中筛除掉不相关点位后对应３２ ６２０ 个点位，其中

由于１０５ 个医生标注的结节中有些被多次检出，因
此 ３２ ６２０ 个点位包括 １２５ 个候选结节点位和

３２ ４９５个非结节点位，我们以此为评估标准对模型

进行测试。
２．５　 自动检测流程

　 　 设计了系统检测流程（见图 ６），为增加位置精

确度，要以较小的步长遍历整套 ＣＴ，在每一层扫描

所有的位置，因此时间的花费主要集中在数据处理

和存储，以及结果预测。

图 ６　 自动检测流程图

Ｆｉｇ．６　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ａｕｔｏｍａｔｉｃ ｄｅｔｅｃｔｉｏｎ

３　 结果分析

３．１　 模型性能分析

　 　 为降低 ＣＮＮ 训练过程中的随机因素对结果的

影响，对每个训练集分别进行了三次训练，将对应的

模型在测试集上的评价指标取均值作为最终的评估

结果。 评估结果（见表 ２）。 其中，第 １、２ 和 ３ 组实

验分别计算了由训练集 １、训练集 ２ 和训练集 ３ 训

练得到表 ２ 的模型性能。

表 ２　 评估结果

Ｔａｂｌｅ ２　 Ｒｅｓｕｌｔｓ ｏｆ ｅｖａｌｕａｔｉｏｎ ％

组别 平均敏感性 平均特异性

１ ９７．０７ ８３．４１
２ ８９．０７ ９７．７０
３ ９４．６７ ９７．３０

　 　 由表 ２ 可以看出，第 １ 组具有较高的敏感性，但
特异度非常低，这是因为训练集 １ 的负样本选取方

式不确定性较强，网络不能较为全面地学习到负样

本的特征，对于肺结节检测，负样本显然数量远远大

于正样本，假阳性率高使得结果易混淆，较低的特异

性使结果参考意义大打折扣；第 ２ 组明显提高了特

异度，但敏感性下降较多，说明在训练集 ２ 上网络对

负样本特征过度拟合，对肺结节检测而言敏感性低

意味着漏检率高，在肺癌筛查中是应当尽力避免的；
与前两组相比第 ３ 组的结果同时具有较高的敏感性

和特异性，说明后期对负样本的扩增方法是非常有

效的，训练集 ３ 对样本进行了混合与均衡，网络得以

充分学习到多样化的样本空间信息，因此可以在略

微牺牲敏感性的基础上保证较高的特异度。 并以多

视图的方式展示了本文模型对部分样本预测的结果

（见图 ７），图中每一行图下方的数值表示模型预测

该样本为结节的概率值。

图 ７　 部分样本预测结果

Ｆｉｇ．７　 Ｐａｒｔ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓａｍｐｌｅｓ
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　 　 由图 ７ 可以看出，本文模型对正负样本有较强

的区分能力，在 ＬＵＮＡ１６ 提供的包含 １ １８６ 个结节

的候选点位上测试第 ３ 组实验模型，同样采用三个

模型分别进行预测然后取平均值作为最终的预测结

果（见表 ３），与汪洋等人［２２］ 将残差网络与传统 ＳＳＤ
结合的检测算法相比，使用同样的测试数据，本文的

结果明显更具优势。

表 ３　 与其他检测算法的对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｏｔｈｅｒ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍ ％

检测算法 敏感性 特异性

汪［２２］ ８４．２５ ８９．４５

本文方法 ９３．０３ ９７．３９

３．２　 自动检测方法

　 　 本研究在模拟实际筛查任务中进行了测试，检测

过程中每个样本选取包含待检测目标的 ４０～５０ 张 ＣＴ
切片，按照 ２．５ 的检测流程进行全局扫描检测，对检

测为结节的区域中心标记一个点。 因此针对单层切

片的单个结节周围会出现多个标记，以及此结节涉及

到的所有切片的区域会有多层标记。 以像素为单位

对带有标记点的掩膜进行叠加融合，连续双层的标记

点颜色加深，连续三层的标记点置为红色。 使用该方

法在测试集中随机选取的 ＣＴ 样本中进行了检测实

验，并以多视图的方式展示三维空间的可视化结果

（见图 ８），标注了检测目标的原始图像和本研究的检

测方法检测出的标记示意。

图 ８　 标记结果示意图

Ｆｉｇ．８　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｍａｒｋｉｎｇ ｒｅｓｕｌｔｓ

　 　 对目标区域进行了放大显示，如图 ８ 所示，红点

密集的地方为检出区域。 我们的模型在结节所在切

片及邻近的切片均检测出了异常，在遍历整个 ＣＴ
数据块时能较为准确地识别结节所在区域，结果表

明本研究的方法是切实可行的。 在本文的硬件环境

下，我们的模型对每个样本点位的预测时间约为

１．５×１０－ ３ ｓ，则检测一套 ３００ 张 ５１２×５１２ 的 ＣＴ 所需

时间约为 ２０～３０ ｍｉｎ。

４　 结　 论

　 　 本研究提出了基于三维卷积神经网络的肺结节

探测方法，并通过实验取得了较好的检测模型和结

果。 为了提高肺结节初步筛查的准确率，采用不同

的方法对正样本进行扩充、对负样本进行降维采样，
构建了三个样本数据集。 搭建了 ３Ｄ⁃ＣＮＮ 并分别使

用三个数据集训练网络得到对应的分类模型，对比

了三组数据训练的模型的效果，发现负样本的多样

性在很大程度决定着模型的性能，多样化程度越高，
模型的泛化能力越强，鲁棒性越高。 最后从得到的

肺结节检测模型中进行多次测试并将结果进行平均

以降低偶然性误差对模型性能的影响，模型的敏感

性为９３．０３％，特异性为 ９７．３９％。 结果表明，本研究

的肺结节检测方法可以有效的检测肺结节。 此外，
还设计了完整的结节自动化检测流程，充分利用了

数据的空间特征，有效地提高了检测的精准度，大大

降低了肺结节初筛的假阳性率。 后续研究或将增大

负样本采集数量和正样本扩充数量，进一步提升模

型对肺结节的检出率。
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２８２１－２８２７． ＤＯＩ：１０．１１１８ ／ １．４９４８４９８．

［３］ ＡＲＥＳＴＡ Ｇ， ＡＮＴÓＮＩＯ Ｃ， ＡＵＲÉＬＩＯ Ｃ Ｈ． Ｄｅｔｅｃｔｉｏｎ ｏｆ
ｊｕｘｔａ⁃ｐｌｅｕｒａｌ ｌｕｎｇ ｎｏｄｕｌｅｓ ｉｎ ｃｏｍｐｕｔｅｄ ｔｏｍｏｇｒａｐｈｙ ｉｍａｇｅｓ
［Ｃ］ ／ ／ ＳＰＩＥ Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ： Ｃｏｍｐｕｔｅｒ⁃Ａｉｄｅｄ Ｄｉａｇｎｏｓｉｓ．
Ｏｒｌａｎｄｏ：ＳＰＩＥ， ２０１６． ＤＯＩ：１０．１１１７ ／ １２．２２５２０２２．

［４］ＪＯＨＮ Ｊ， ＭＩＮＩ Ｍ Ｇ． Ｍｕｌｔｉｌｅｖｅｌ ｔｈｒｅｓｈｏｌｄｉｎｇ ｂａｓｅｄ ｓｅｇｍｅｎ⁃
ｔａｔｉｏｎ ａｎｄ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｆｏｒ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅ ｄｅｔｅｃｔｉｏｎ
［Ｊ］． Ｐｒｏｃｅｄｉａ Ｔｅｃｈｎｏｌｏｇｙ， ２０１６， ２４：９５７－ ９６３． ＤＯＩ：１０．
１０１６ ／ ｊ．ｐｒｏｔｃｙ．２０１６．０５．２０９．

［５］ＬＥＥＭＰＵＴ Ｓ Ｖ Ｄ， ＤＯＲＳＳＥＲＳ Ｆ， ＢＥＪＮＯＲＤＩ Ｂ Ｅ． Ａ ｎｏｖｅｌ
ｓｐｈｅｒｉｃａｌ ｓｈｅｌｌ ｆｉｌｔｅｒ ｆｏｒ ｒｅｄｕｃｉｎｇ ｆａｌｓｅ ｐｏｓｉｔｉｖｅｓ ｉｎ ａｕｔｏｍａｔｉｃ
ｄｅｔｅｃｔｉｏｎ ｏｆ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ ｉｎ ｔｈｏｒａｃｉｃ ＣＴ ｓｃａｎｓ［Ｃ］ ／ ／

３３第 １ 期 侯智超，等：基于三维卷积神经网络的肺结节探测与定位方法



Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ： Ｃｏｍｐｕｔｅｒ⁃Ａｉｄｅｄ Ｄｉａｇｎｏｓｉｓ． Ｍｅｄｉｃａｌ Ｉｍａ⁃
ｇｉｎｇ ２０１５： Ｃｏｍｐｕｔｅｒ⁃Ａｉｄｅｄ Ｄｉａｇｎｏｓｉｓ． Ｏｒｌａｎｄｏ： ＳＰＩＥ，
２０１５． ＤＯＩ：１０．１１１７ ／ １２．２０８２２９８．

［６］ＢＵＲÇＩＮ Ｂ Ｏ， ＰＯＬＡＴ Ｋ Ｕ， ＡＨＭＥＴ Ö， ｅｔ ａｌ． Ｌｕｎｇ ｎｏｄｕｌｅ
ｄｅｔｅｃｔｉｏｎ ｉｎ ｘ⁃ｒａｙ ｉｍａｇｅｓ： ａ ｎｅｗ ｆｅａｔｕｒｅ ｓｅｔ［Ｃ］ ／ ／ ６ｔｈ Ｅｕｒｏ⁃
ｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｆ Ｔｈｅ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｆｅｄｅｒａｔｉｏｎ ｆｏｒ Ｍｅｄｉｃａｌ
ａｎｄ Ｂｉｏｌｏｇｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ． ［ Ｓ． Ｌ．］： Ｓｐｒｉｎｇｅｒ， ２０１５， ４５：
１５０－１５５． ＤＯＩ：１０．１００７ ／ ９７８－３－３１９－１１１２８－５＿３８．

［７］齐守良， 司广磊， 岳勇， 等． 基于胸部 ＣＴ 图像的肺结节

分割［ Ｊ］． 北京生物医学工程， ２０１４ （ １）：３３ － ３８ ＋ ４４．
ＤＯＩ：１０．３９６９ ／ ｊ．ｉｓｓｎ．１００２－３２０８．２０１４．０５．

　 ＱＩ Ｓｈｏｕｌｉａｎｇ， ＳＩ Ｇｕａｎｇｌｅｉ， ＹＵＥ Ｙｏｎｇ， ｅｔ ａｌ． Ｌｕｎｇ ｎｏｄｕｌｅ
ｓｅｇｍｅｎｔａｔｉｏｎ ｂａｓｅｄ ｏｎ ｔｈｏｒａｃｉｃ ＣＴ ｉｍａｇｅｓ［Ｊ］． Ｂｅｉｊｉｎｇ
Ｂｉｏｍｅｄｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０１４ （１）：３３ － ３８ ＋ ４４． ＤＯＩ：１０．
３９６９ ／ ｊ．ｉｓｓｎ．１００２－３２０８．２０１４．０５．

［８］ ＨＩＮＴＯＮ Ｇ Ｅ， ＳＡＬＡＫＨＵＴＤＩＮＯＶ Ｒ Ｒ． Ｒｅｄｕｃｉｎｇ ｔｈｅ
ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｏｆ ｄａｔａ ｗｉｔｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ［ Ｊ］． Ｓｃｉｅｎｃｅ，
２００６， ３１３（５７８６）：５０４－５０７． ＤＯＩ：１０．１１２６／ ｓｃｉｅｎｃｅ．１１２７６４７．

［９］王成弟， 郭际香， 杨阳， 等． 利用深度学习技术辅助肺

结节的人工智能检测［ Ｊ］． 中国呼吸与危重监护杂志，
２０１９，１８（３）：２８８－２９４． ＤＯＩ：１０．７５０７／ １６７１－６２０５．２０１８０２０４２．

　 ＷＡＮＧ Ｃｈｅｎｇｄｉ， ＧＵＯ Ｊｉｘｉａｎｇ， ＹＡＮＧ Ｙａｎｇ， ｅｔ ａｌ． Ａｒｔｉｆｉ⁃
ｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｏｆ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ ｕｓｉｎｇ ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｔｅｃｈｎｏｌｏｇｙ［Ｊ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｒｅｓｐｉｒａｔｏｒｙ ａｎｄ
Ｃｒｉｔｉｃａｌ Ｃａｒｅ Ｍｅｄｉｃｉｎｅ， ２０１９，１８（３）：２８８－ ２９４． ＤＯＩ：１０．
７５０７ ／ １６７１－６２０５．２０１８０２０４２．

［１０］ＨＥ Ｋ， ＺＨＡＮＧ Ｘ， ＲＥＮ Ｓ， ｅｔ ａｌ． Ｄｅｅｐ ｒｅｓｉｄｕａｌ ｌｅａｒｎｉｎｇ
ｆｏｒ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］ ／ ／ ２０１６ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｌａｓ Ｖｅｇａｓ：
ＩＥＥＥ， ２０１６，１：７７０－７７８． ＤＯＩ：１０．１１０９ ／ ＣＶＰＲ．２０１６．９０．

［１１］ ＫＲＩＺＨＥＶＳＫＹ Ａ， ＳＵＴＳＫＥＶＥＲ Ｉ， ＨＩＮＴＯＮ Ｇ Ｅ． Ｉｍａ⁃
ｇｅＮｅｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ［Ｊ］． Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ ｏｆ ｔｈｅ ＡＣＭ， ２０１７， ６０（６）：
８４－９０． ＤＯＩ： １０．１１４５ ／ ３０６５３８６．

［１２］ＳＵＺＵＫＩ Ｋ． Ｏｖｅｒｖｉｅｗ ｏｆ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｉｎ ｍｅｄｉｃａｌ ｉｍａｇｉｎｇ
［Ｊ］． Ｒａｄｉｏｌｏｇｉｃａｌ Ｐｈｙｓｉｃｓ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， ２０１７，１０（３）：
２５７－２７３． ＤＯＩ：１０．１００７ ／ ｓ１２１９４－０１７－０４０６－５．

［１３］ ＳＨＡＨＲＩＭＡＮ Ｗ Ｎ Ｓ， ＰＨＡＮＧ Ｃ Ｒ， ＮＵＭＡＮ Ｆ， ｅｔ ａｌ．
Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｂｒａｉｎ ｆｕｎｃｔｉｏｎａｌ ｃｏｎｎｅｃｔｉｖｉｔｙ ｕｓｉｎｇ ｃｏｎｖｏ⁃
ｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｊ］． ＩＯＰ Ｃｏｎｆｅｒｅｎｃｅ Ｓｅｒｉｅｓ：Ｍａｔｅ⁃
ｒｉａｌｓ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０２０，８８４：１２００３．ＤＯＩ：１０．
１０８８ ／ １７５７－８９９Ｘ ／ ８８４ ／ １ ／ ０１２００３．

［１４］ＩＳＬＡＭ Ｒ， ＩＭＲＡＮ Ｓ， ＡＳＨＩＫＵＺＺＡＭＡＮ Ｍ， ｅｔ ａｌ． Ｄｅｔｅｃ⁃
ｔｉｏｎ ａｎｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｂｒａｉｎ ｔｕｍｏｒ ｂａｓｅｄ ｏｎ ｍｕｌｔｉｌｅｖｅｌ
ｓｅｇｍｅｎｔａｔｉｏｎ ｗｉｔｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ［Ｊ］． Ｊｏｕｒｎａｌ
ｏｆ Ｂｉｏｍｅｄｉｃａｌ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０２０，１３（４）：４５－

５３．ＤＯＩ：１０．４２３６ ／ ｊｂｉｓｅ．２０２０．１３４００４．
［１５］ＳＥＴＩＯ Ａ Ａ Ａ， ＣＩＯＭＰＩ Ｆ， ＬＩＴＪＥＮＳ Ｇ， ｅｔ ａｌ． Ｐｕｌｍｏｎａｒｙ

ｎｏｄｕｌｅ ｄｅｔｅｃｔｉｏｎ ｉｎ ＣＴ ｉｍａｇｅｓ： Ｆａｌｓｅ ｐｏｓｉｔｉｖｅ ｒｅｄｕｃｔｉｏｎ
ｕｓｉｎｇ ｍｕｌｔｉ⁃ｖｉｅｗ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ［Ｊ］． ＩＥＥＥ Ｔｒａｎｓ⁃
ａｃｔｉｏｎｓ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ， ２０１６， ３５（５）：１１６０ － １１６９．
ＤＯＩ：１０．１１０９ ／ ＴＭＩ．２０１６．２５３６８０９．

［１６］ ＫＩＭ Ｂ Ｃ， ＹＯＯＮ Ｊ Ｓ， ＣＨＯＩ Ｊ Ｓ， ｅｔ ａｌ． Ｍｕｌｔｉ⁃ｓｃａｌｅ
ｇｒａｄｕａｌ ｉｎｔｅｇｒａｔｉｏｎ ＣＮＮ ｆｏｒ ｆａｌｓｅ ｐｏｓｉｔｉｖｅ ｒｅｄｕｃｔｉｏｎ ｉｎ
ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅ ｄｅｔｅｃｔｉｏｎ［Ｊ］． Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ２０１９，
１１５：１－１０． ＤＯＩ： １０．１０１６ ／ ｊ．ｎｅｕｎｅｔ．２０１９．０３．００３．

［１７］ＤＩＮＧ Ｊｉａ， ＬＩ Ａｏｘｕｅ， ＨＵ Ｚｈｉｑｉａｎｇ， ｅｔ ａｌ． Ａｃｃｕｒａｔｅ ｐｕｌ⁃
ｍｏｎａｒｙ ｎｏｄｕｌｅ ｄｅｔｅｃｔｉｏｎ ｉｎ ｃｏｍｐｕｔｅｄ ｔｏｍｏｇｒａｐｈｙ ｉｍａｇｅｓ
ｕｓｉｎｇ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｊ］． Ｌｅｃｔｕｒｅ
Ｎｏｔｅｓ ｉｎ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ，２０１７，１０４３５：５５９－５６７． ＤＯＩ：
１０．１００７ ／ ９７８－３－３１９－６６１７９－７＿６４．

［１８］ＬＥＣＵＮ Ｙ， ＢＯＴＴＯＵ Ｌ， ＢＥＮＧＩＯ Ｙ， ｅｔ ａｌ． Ｇｒａｄｉｅｎｔ⁃ｂａｓｅｄ
ｌｅａｒｎｉｎｇ ａｐｐｌｉｅｄ ｔｏ ｄｏｃｕｍｅｎｔ ｒｅｃｏｇｎｉｔｉｏｎ［ Ｊ］． Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ＩＥＥＥ， １９９８， ８６（１１）： ２２７８－２３２４． ＤＯＩ：１０．１１０９ ／
５．７２６７９１．

［１９］ＺＥＩＬＥＲ Ｍ Ｄ， ＦＥＲＧＵＳ Ｒ． Ｖｉｓｕａｌｉｚｉｎｇ ａｎｄ ｕｎｄｅｒｓｔａｎｄｉｎｇ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ［Ｃ］ ／ ／ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｃｈａｍ： Ｓｐｒｉｎｇｅｒ， ２０１４． ＤＯＩ：１０． １００７ ／
９７８－３－３１９－１０５９０－１＿５３．

［２０］李彦冬， 郝宗波， 雷航． 卷积神经网络研究综述［Ｊ］． 计
算机应用， ２０１６， ３６（９）： ２５０８ － ２５１５，２５６５． ＤＯＩ：１０．
１１７７２ ／ ｊ．ｉｓｓｎ．１００１－９０８１．２０１６．０９．２５０８．

　 　 ＬＩ Ｙａｎｄｏｎｇ， ＨＡＯ Ｚｏｎｇｂｏ， ＬＥＩ Ｈａｎｇ． Ｓｕｒｖｅｙ ｏｆ ｃｏｎｖｏｌｕ⁃
ｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ［Ｊ］． Ｊｏｕｒｎａｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ａｐｐｌｉｃａ⁃
ｔｉｏｎｓ， ２０１６， ３６（９）： ２５０８－２５１５，２５６５． ＤＯＩ：１０．１１７７２ ／ ｊ．
ｉｓｓｎ．１００１－９０８１．２０１６．０９．２５０８．

［２１］彭文献， 彭天舟， 叶小琴， 等． ＣＴ 扫描参数对人体组织

ＣＴ 值影响的研究 ［ Ｊ］． 中华放射医学与防护杂志，
２０１０， ３０（１）： ７９－ ８１． ＤＯＩ：１０． ３７６０ ／ ｃｍａ． ｊ． ｉｓｓｎ． ０２５４ －
５０９８．２０１０．０１．０２６．

　 　 ＰＥＮＧ Ｗｅｎｘｉａｎ， ＰＥＮＧ Ｔｉａｎｚｈｏｕ， ＹＥ Ｘｉａｏｑｉｎ， ｅｔ ａｌ．
Ｅｆｆｅｃｔ ｏｆ ＣＴ ｓｃａｎｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｏｎ ＣＴ ｎｕｍｂｅｒ［ Ｊ］． Ｃｈｉ⁃
ｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｒａｄｉｏｌｏｇｉｃａｌ Ｍｅｄｉｃｉｎｅ ａｎｄ Ｐｒｏｔｅｃｔｉｏｎ，
２０１０，３０ （ １）：７９ － ８１． ＤＯＩ： １０． ３７６０ ／ ｃｍａ． ｊ． ｉｓｓｎ． ０２５４ －
５０９８．２０１０．０１．０２６．

［２２］汪洋， 李建锋． 结合深度残差网络的 ＳＳＤ 肺部结节检

测方法［Ｊ］． 佳木斯大学学报（自然科学版）， ２０２０， ３８
（６）： ９６－１００．

　 　 ＷＡＮＧ Ｙａｎｇ， ＬＩ Ｊｉａｎｆｅｎｇ． ＳＳＤ ｌｕｎｇ ｎｏｄｕｌｅ ｄｅｔｅｃｔｉｏｎ
ｍｅｔｈｏｄ ｃｏｍｂｉｎｅｄ ｗｉｔｈ ｄｅｅｐ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ［Ｊ］． Ｊｏｕｒｎａｌ
ｏｆ Ｊｉａｍｕｓｉ Ｕｎｉｖｅｒｓｉｔｙ （ Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ）， ２０２０，
３８（６）：９６－１００．
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