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基于氨基酸约化和统计特征的蛋白质亚细胞定位预测
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摘　 要：蛋白质亚细胞定位预测对蛋白质的功能、相互作用及调控机制的研究具有重要意义。 本文基于物化性质和结构性质

对氨基酸的约化，描述序列局部和全局信息的“组成”、“转换”和“分布”特征，并利用氨基酸亲疏水性的数值统计特征，提出

了一种新的蛋白质特征表示方法（ＮＳＢＨ）。 分别使用三种分类器 ＫＮＮ、ＳＶＭ 及 ＢＰ 神经网络进行蛋白质亚细胞定位预测，比
较了几种方法和特征融合方法的预测结果，显示融合特征表示及结合 ＳＶＭ 分类器时能够达到更好的预测准确率。 同时，还详

细讨论了不同参数对实验结果的影响，具体的实验及比较结果显示了该方法的有效性。
关键词：蛋白质亚细胞定位；氨基酸物化性质；支持向量机
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　 　 蛋白质是生命的物质基础，是构成细胞的基本

有机物，是生命活动的主要承担者。 然而，蛋白质只

有在特定的亚细胞位置中才能行使其特定的功能。
随着高通量技术的发展，很大数量的蛋白质序列正

日益增长并被整理和存入到公共的生物数据库。 根

据 ２０１４ 年 ２ 月发布的统计表明，ＵｎｉＰｒｏｔＫＢ ／ Ｓｗｉｓｓ⁃
Ｐｒｏｔ 包含 ５４２ ２５８ 条序列，然而在 １９８６ 年仅仅是

３ ９３９条［１］。 采用实验方法确定蛋白质的亚细胞定

位需要耗费大量的人力、物力、财力，已经无法满足

数据库中蛋白质序列爆炸性增长的现实需要，从已

积累的知识和数据出发，开发蛋白质亚细胞定位预

测的计算机方法就成为了当前的重要研究任务。
在使用计算方法来确定蛋白质亚细胞位置的研

究方面，人们已经做出了很多的尝试［２－７］，近年来这



方面已经做的更加完善。 在最近几年的文章中，这
方面的大部分贡献是由 Ｃｈｏｕ 和 Ｓｈｅｎ 做出的。 其他

相关的作者也提供了一些在线的服务平台来帮助解

决蛋 白 质 亚 细 胞 定 位 的 相 关 问 题［８－１８］。 最 初

Ｎａｋａｓｈｉｍａ 和 Ｎｉｓｈｉｋａｗａ 提出氨基酸组成信息用于

判别细胞内和细胞外的蛋白质［１９］。 随后基于序列

的方法，人们又提出二肽组成，间隔氨基酸对组成和

伪氨基酸组成［２０－２２］。 为了研究序列的进化信息，随
后人 们 又 提 出 序 列 的 位 置 特 异 性 得 分 矩 阵

（ＰＳＳＭ） ［２３－２４］。 近几年随着基因本体论（ＧＯ）数据

库的不断更新，人们提出基于基因本体论的计算方

法来预测蛋白质亚细胞定位等问题［２５－２７］。 不仅是

蛋白质序列信息，分类算法也能够影响蛋白质亚细

胞定位预测。 到目前为止许多计算技术如隐马氏模

型（ＨＭＭ） ［２８］，神经网络［２９］，Ｋ－近邻（ＫＮＮ） ［２７， ３０］和

支持向量机（ＳＶＭ）被用于分类预测［３１－３３］。
本文提出了四种氨基酸物化性质和结构性质并

提出新的蛋白质特征表示方法———基于氨基酸亲疏

水性的数值统计特征（ＮＳＢＨ）。 特征信息的融合与

支持向量机的结合达到了较好的实验结果。

１　 数据和方法

１．１　 数据集

本文使用了两组数据集，两组数据集在同一个

亚细胞位置子集中蛋白质之间的序列一致性⩽
２５％。 第一组数据集是 ＮＮＰＳＬ 数据集，这个数据集

最先是由 Ｒｅｉｎｈａｒｄｔ 和 Ｈｕｂｂａｒ 建立的［３４］。 它包含

９９７ 条原核蛋白，分为三个亚细胞位点和 ２ ４２７ 条真

核蛋白，分为四个亚细胞位点。 数据集里的所有蛋

白质都是从 ＳＷＩＳＳ⁃ＰＲＯＴ ３３．０ 中提取的，并且没有

跨膜蛋白。 在每一个亚细胞位置中，没有一条序列

与其他任何一条序列的相似度大于 ９０％。 第二组

数据集是 Ｃｅｌｌ⁃ＰＬｏｃ ２．０ 包其包含下列六个子数据

集： Ｅｕｋ⁃ｍＰＬｏｃ、 Ｈｕｍ⁃ｍＰＬｏｃ、 Ｐｌａｎｔ⁃ｍＰＬｏｃ、 Ｇｐｏｓ⁃
ｍＰＬｏｃ、Ｇｎｅｇ⁃ｍＰＬｏｃ 和 Ｖｉｒｕｓ⁃ｍＰＬｏｃ［１２］。 它们适用

于真核、人类、植物、革兰氏阳性菌、革兰氏阴性菌和

病毒蛋白质。 另外，Ｃｅｌｌ⁃ＰＬｏｃ ２．０ 中基准数据集的

构建是基于 ＳＷＩＳＳ⁃ＰＲＯＴ ５５．３。 数据集涵盖 ２２ 个

亚细胞位点，在同一个亚细胞位置子集中蛋白质序

列之间的一致性⩽２５％。 Ｃｅｌｌ⁃ＰＬｏｃ ２． ０ 包可以从

ｈｔｔｐ： ／ ／ ｗｗｗ． ｃｓｂｉｏ． ｓｊｔｕ． ｅｄｕ． ｃｎ ／ ｂｉｏｉｎｆ ／ Ｃｅｌｌ⁃ＰＬｏｃ⁃２ ／中
免费得到。
１．２　 方法

蛋白质亚细胞定位预测的关键步骤是有效的数

学表达式把蛋白质符号特征转换为与预测任务相关

的特征向量以及分类算法辨别特征向量。 因此，我
们将重点介绍这两部分。
１．２．１　 序列特征信息提取

本文使用了关于氨基酸序列的局部和全局信

息。 主要包括四种常用的氨基酸物化性质，氨基酸

组分信息（Ａｍｉｎｏ ａｃｉｄ ｃｏｍｐｏｓｉｔｉｏｎ）以及我们提出的

一种 基 于 氨 基 酸 亲 疏 水 性 的 数 值 统 计 特 征

（ＮＳＢＨ）。
（１）常用的氨基酸物化性质和结构性质

在文中，我们用到了四种常见的氨基酸物化性

质和结构性质分别为疏水性（Ｈｙｄｒｏｐｈｏｂｉｃｉｔｙ）、归一

化范德华体积（Ｎｏｒｍａｌｉｚｅｄ ｖａｎ ｄｅｒ Ｗａａｌｓ ｖｏｌｕｍｅ）、
极性（Ｐｏｌａｒｉｔｙ）和极化性（Ｐｏｌａｒｉｚａｂｉｌｉｔｙ）。

一条蛋白质序列由基于不同物化性质和结构性

质的参数向量所表示，这些参数向量包含“组成”
（Ｃｏｍｐｏｓｉｔｉｏｎ ）， “ 转 换 ” （ Ｔｒａｎｓｉｔｉｏｎ ） 和 “ 分 布 ”
（Ｄｉｓｔｒｉｂｕｔｉｏｎ）三种描述符［３５］，具体见表 １。 他们分

别用来描述一条蛋白质中一个给定氨基酸性质的全

局组成，沿着整条蛋白质的性质改变的频率，以及沿

着序列的性质的模式分布。
表 １　 氨基酸属性和每一种性质的特征维数

Ｔａｂｌｅ １　 Ａｍｉｎｏ ａｃｉｄ ａｔｔｒｉｂｕｔｅ ａｎｄ ｆｅａｔｕｒｅ ｄｉｍｅｎｓｉｏｎ ｏｆ ｅａｃｈ ａｔｔｒｉｂｕｔｅ

性质
向量维数

组成 转换 分布
总数 第 １ 组（极性） 第 ２ 组（中性） 第 ３ 组（疏水性）

Ｈｙｒｏｐｈｏｂｉｃｉｔｙ［３６］ ３ ３ １５ ２１ Ｒ，Ｋ，Ｅ，Ｄ，Ｑ，Ｎ Ｇ，Ａ，Ｓ，Ｔ，Ｐ，Ｈ，Ｙ Ｃ，Ｖ，Ｌ，Ｉ，Ｍ，Ｆ，Ｗ

Ｎｏｒｍａｌｉｚｅｄ ｖａｎ ｄｅｒ

Ｗａａｌｓ ｖｏｌｕｍｅ［３７］
３ ３ １５ ２１ ０－２．７８Ｇ，Ａ，Ｓ，Ｃ，Ｔ，Ｐ，Ｄ ２．９５－４．０Ｎ，Ｖ，Ｅ，Ｑ，Ｉ，Ｌ ４．４３－８．０８Ｍ，Ｈ，Ｋ，Ｆ，Ｒ，Ｙ，Ｗ

Ｐｏｌａｒｉｔｙ［３８］ ３ ３ １５ ２１ ４．９－６．２Ｌ，Ｉ，Ｆ，Ｗ，Ｃ，Ｍ，Ｖ，Ｙ ８．０－９．２Ｐ，Ａ，Ｔ，Ｇ，Ｓ １０．４－１３．０Ｈ，Ｑ，Ｒ，Ｋ，Ｎ，Ｅ，Ｄ

Ｐｏｌａｒｉｚａｂｉｌｉｔｙ［３９］ ３ ３ １５ ２１
０－０．１０８

Ｇ，Ａ，Ｓ，Ｄ，Ｔ
０．１２８－０．１８６

Ｃ，Ｐ，Ｎ，Ｖ，Ｅ，Ｑ，Ｉ，Ｌ
０．２１９－０．４０９

Ｋ，Ｍ，Ｈ，Ｆ，Ｒ，Ｙ，Ｗ

Ａｍｉｎｏ ａｃｉｄ ｃｏｍｐｏｓｉｔｉｏｎ［３４］ ２０ — — ２０
Ａ，Ｒ，Ｄ，Ｃ，Ｑ，Ｅ，Ｈ，Ｉ，Ｇ，Ｎ，
Ｌ，Ｋ，Ｍ，Ｆ，Ｐ，Ｓ，Ｔ，Ｗ，Ｙ，Ｖ

ＮＳＢＨ（ｕ＝ ２） — ９ —
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　 　 （２）氨基酸组份

氨基酸组份与蛋白质亚细胞定位有一定的关

联。 不同类型的蛋白质通常需要不同的氨基酸组成

对应于特定的生理功能。 因此，对于细胞核的定位，
组氨酸的丰富含量可以看作是一个特征。

给定一条蛋白质序列 Ｐ，序列可以表示为

Ｐ ＝ ｆ１ ｆ２ … ｆ２０[ ] Ｔ。 （１）
其中，ｆｉ（ ｉ ＝ １，２，…，２０）是蛋白质 Ｐ 中 ２０ 种氨基酸

的归一化的发生频率，Ｔ 是转置运算符。 许多预测

蛋白质亚细胞定位的方法是基于氨基酸组份信息。
（３）ＮＳＢＨ 特征方法

这里我们考虑一个与蛋白质结构有重要关系的

物化性质：氨基酸的疏水性。 首先，每一个氨基酸被

它自己的物化性质所特征化。 ２０ 种氨基酸被约化

为两种类型：疏水氨基酸 Ｈ ＝ ｛Ｆ，Ｌ，Ｉ，Ｙ，Ｍ，Ｗ，Ｖ，Ａ，
Ｐ，Ｃ｝；亲水氨基酸：Ｐ ＝ ｛ Ｓ，Ｎ，Ｋ，Ｄ，Ｒ，Ｔ，Ｈ，Ｑ，Ｅ，
Ｇ｝。 然后 ２０ 种氨基酸进一步约化为四种类型：强
疏水氨基酸：ＳＨ＝｛Ｆ，Ｌ，Ｉ，Ｙ，Ｗ｝；弱疏水氨基酸：ＷＨ
＝｛Ｍ，Ｖ，Ａ，Ｐ，Ｃ｝；强亲水氨基酸：ＳＰ ＝ ｛Ｓ，Ｎ，Ｋ，Ｄ，
Ｒ｝；弱亲水氨基酸：ＷＰ＝｛Ｔ，Ｈ，Ｑ，Ｅ，Ｇ｝。

因此，给定一条有 Ｎ 个氨基酸残基的蛋白质序

列 Ｘ ＝ ｘ１ｘ２…ｘＮ，我们一次观察一个氨基酸。 例如，
在第 ｉ ｉ＝ １，２，…，Ｎ( ) 步，ｘｉ 转化为 ｙｉ，其值可以是 ２，
１，－１，和－２。 然后就可以得到数值序列 Ｙ ＝ ｙ１ｙ２…
ｙＮ。 即

ｙｉ ＝

２　 　 ｉｆ ｘｉ ∈ ＳＨ ＝ Ｆ，Ｌ，Ｉ，Ｙ，Ｗ{ }

１　 　 ｉｆ ｘｉ ∈ ＷＨ ＝ Ｍ，Ｖ，Ａ，Ｐ，Ｃ{ }

－ １　 ｉｆ ｘｉ ∈ ＷＰ ＝ Ｔ，Ｈ，Ｑ，Ｅ，Ｇ{ }

－ ２　 ｉｆ ｘｉ ∈ ＳＰ ＝ Ｓ，Ｎ，Ｋ，Ｄ，Ｒ{ }

ì

î

í

ï
ïï

ï
ïï

。 （２）

　 　 对于一条数值序列，我们计算 ｕ 个连续数值的

和，这些和被看作振幅。 为了得到蛋白质序列的数

值表示，我们计算振幅的频率。 因此，一条蛋白质序

列可以被一个向量特征化。 例如当 ｕ ＝ ２ 时，振幅是

－４，－３，－２，－１，０，１，２，３，４。 通过计算振幅的频率，
一条蛋白质序列可以被一个 ９ 维的向量特征化。

最后，基于以上六种特征信息，我们构建其融合

模型。 在融合模型中，每一条蛋白序列被表示为

１１３ 维的向量。
１．２．２　 预测方案

本文使用了三种分类器：支持向量机（ＳＶＭ），Ｋ
近邻（ＫＮＮ），ＢＰ 神经网络。 下面将一一详细介绍。

（１）本文首先采用了 Ｖａｐｎｉｋ 的支持向量机来预

测亚细胞定位［４０］。 然而蛋白质亚细胞定位预测是

一个多分类问题。 因此，我们采用了多类预测方法。
支持向量机采用“ ｏｎｅ－ｖｅｒｓｕｓ－ｒｅｓｔ”策略，给定一条

未知测试蛋白序列，提取其特征向量之后输入

ＳＶＭ。 ＳＶＭ 首先把输入向量映射到一个特征空间，
然后 ＳＶＭ 寻找一个最优线性决策来解决特征空间

中两类或多类问题，最后，一个预测标签被分配给测

试蛋白。 在我们的研究中，我们使用 ＬＩＢＳＶＭ 来实

行 ＳＶＭ 分类，选择径向基函数（ＲＢＦ）作为核函数。
对于 ＳＶＭ，我们选择径向基函数作为核函数是

因为相比于其他核函数它优越于解决非线性问

题［４１］。 这里，为了尽可能的得到最高的预测准确

率，我们选择了参数。 对于每一个数据集，基于 １０
倍交叉验证，我们使用网格搜索策略选择参数 ｃ 和

ｇ 的值。 则 ｃ 与 ｇ 值的范围是 ２－５到 ２５。
（２）Ｋ 近邻（Ｋ－Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ，ＫＮＮ）分类算

法是一个比较成熟的算法，该算法的方法原理也十

分简单。 ＫＮＮ 分类算法的思路是：假如一个样本在

特征空间中的 Ｋ 个最相似的样本中的大多数属于

同一个类别，那么这个样本也属于此类别。 这里我

们将使用的 ＫＮＮ 准则用于分类预测［４２－４３］。
（３）目前，研究人员构建了许多不同的神经网

络模型，本文应用的是反向传播神经网络 （ Ｂａｃｋ
Ｐｒｏｐａｇａｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，即 ＢＰ 神经网络） ［２９］。
在人工神经网络之中，反向传播神经网络是一种稳

定性和鲁棒性较强的人工神经网络，另外。 它也属

于有监督学习的网络模型。 本文构建的 ＢＰ 网络，
隐层节点参数值为 ９，隐层和输出层皆采用 Ｓｉｇｍｏｉｄ
传输函数，输出维数由各数据集所含亚细胞位点数

决定，其它参数采用默认值。
１．２．３　 评价方法

本文中，我们使用留一法验证来评估我们方法

的预测结果。 留一法是指仅选择原样本中的一项作

为测试样本，而剩余的留作训练样本。 这个样本一

直持续到每个样本都被作为一次测试样本。 我们使

用 Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ 作为本文的预测结果评价指标：

Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ ＝
∑ ｉ

ＴＰ ｉ

∑ ｉ
Ｃ ｉ

。 （３）

其中 ＴＰ ｉ 是第 ｉ 类样本中预测结果正确的个数，
Ｃ ｉ 是每一类 Ｃ ｉ 中蛋白质的个数。

２　 结果与分析

２．１　 ＮＳＢＨ 方法中不同 ｕ 值结果比较

从图 １ 中可以看出，当 ｕ 从 １ 变化到 １０ 时，除
了病毒数据集的预测结果准确率变化幅度大一点

外，其他数据集的结果都处于一个平缓状态。
ＲＨ９９７，ＲＨ２４２７，革兰氏阳性菌和革兰氏阴性菌的

结果相对较好；病毒，人类，真核和植物的预测结果

相对就差一点。
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图 １　 每个数据集上不同 ｕ 值 ＳＶＭ 分类器结果比较

Ｆｉｇ．１　 Ｔｈｅ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｕ ｖａｌｕｅｓ ｗｉｔｈ ＳＶＭ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

　 　 从图 １ 中明显看出，随着 ｕ 值在 １～１０ 范围内的

变化，除了病毒数据集外其他各数据集的总体准确率

呈平稳状态。 病毒数据集随着 ｕ 值的变化呈现波浪

式变化，但总的趋势还是随着 ｕ 值的增大而下降。 可

能是由于较其他数据集病毒数据集数据个数较少，而
蛋白质位点个数相对偏多，从而导致预测结果不是很

稳定。 考虑到病毒数据集在 ｕ ＝ ２ 时准确率较其他 ｋ
值要高出许多，且向量的维数偏低，降低实验运行的

时间，因此，我们可认为 ｕ ＝ ２ 时总体达到较好的结

果。 此时，病毒数据集的准确率为４６．４３％。
２．２　 不同特征信息提取方法的比较

表 ２ 列出了八个数据集中不同的特征信息提取

方法的结果比较。 基于上述分析，在 ＮＳＢＨ 方法中，
当 ｕ＝ ２ 时总体预测结果较好，所以在此部分只需考

虑 ｕ＝ ２ 时与其他方法的比较。 从表中可以明显看

出融合后的信息准确率明显高于单个性质的预测准

确率，该现象可能是由于融合信息包比单个特征信

息含了更多蛋白质序列的核心特征。
从总体数据集的单个特征信息预测结果来看，

ＡＡＣ 结果相对较好，其次是疏水性、极性。 而极化

性和归一化范德华体积的预测结果就相对差点。 本

文新提出的方法 ＮＳＢＨ，其预测结果相比于传统的

氨基酸组成来说不是很理想，但这也是蛋白质序列

特征表示的一种新颖的方法。

表 ２　 每一个数据集中不同特征提取方法 ＳＶＭ 分类器结果比较（％）
Ｔａｂｌｅ ２　 Ｔｈｅ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｅｔｈｏｄｓ ｗｉｔｈ ＳＶＭ ｆｏｒ ｅａｃｈ ｄａｔａｓｅｔ （％）

ＲＨ９９７ ＲＨ２４２７ Ｐｌａｎｔ Ｇｒａｍ－ｐ Ｇｒａｍ－ｎ Ｖｉｒｕｓ Ｅｕｋａｒｙｏｔｉｃ Ｈｕｍａｎ

Ｈｙｒｏｐｈｏｂｉｃｉｔｙ ８２．０ ７１．２ ３４．８ ６８．５ ６４．６ ３８．９ ３６．５ ３５．３

Ｎｏｒｍａｌｉｚｅｄ ｖａｎ ７６．３ ６８．４ ３２．３ ４７．０ ４６．２ ３４．１ ３１．５ ２８．９

Ｐｏｌａｒｉｔｙ ７９．６ ７０．５ ３５．３ ６６．７ ６２．５ ４３．７ ３７．２ ３５．３

Ｐｏｌａｒｉｚａｂｉｌｉｔｙ ７７．１ ６４．９ ２９．６ ４８．６ ４４．０ ３２．９ ３１．５ ２９．３

ＡＡＣ ９１．３ ７９．１ ３８．８ ７１．１ ７１．１ ４４．４ ３９．６ ３８．３

ＮＳＢＨ （ｕ＝ ２） ７４．６ ６１．６ ３２．０ ６２．５ ５７．６ ４６．４ ３３．８ ３１．９

ｆｕｓｉｏｎ ａｌｌ ９１．６ ８４．４ ３９．９ ７２．７ ７１．９ ４０．１ ４０．５ ３８．６

２．３　 ＫＮＮ 分类器中不同 ｋ 值结果比较

对两组数据集中的每一条序列进行本文使用的

５ 种氨基酸的物化性质信息以及氨基酸组份信息进

行融合，最后得到 １１３ 维的向量。 由表 ５ 分析得到，

融合后的特征表示比单个特征表示预测结果要好，
在此，我们分析了基于融合特征表示的不同类型的

ＫＮＮ 分类器对预测结果的影响如图 ２ 所示。
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图 ２　 基于融合特征表示的不同类型的 ＫＮＮ 分类器比较

Ｆｉｇ．２　 Ｔｈｅ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｙｐｅｓ ｏｆ ＫＮＮ ｃｌａｓｓｉｆｉｅｒ ｆｏｒ ｆｕｓｉｏｎ ｍｏｄｅｌ

　 　 从图 ２ 可以得出与图 １ 相一致的结论：ＲＨ９９７，
ＲＨ２４２７，革兰氏阳性菌和革兰氏阴性菌的结果相对

较好；病毒，人类，真核和植物的预测结果相对差一

点。 对于 ＲＨ９９７ 和 ＲＨ２４２７，随着 ｋ 值的增加，预测

结果有下降的趋势并趋于平缓。 对于其他六个数据

集的结果，随着 ｋ 值的增加，预测结果有上升的趋势

并趋于平缓。 对于每个数据集，从整体预测结果及

实验运行耗时来看，当 ｋ＝ ７ 时总体预测结果较好。
２．４　 不同分类器预测结果比较

表 ３ 给出的是每个数据集在相应的 ｋ 值下取得

的最好预测结果与 ＳＶＭ 预测结果的比较。 括号中

的 ｋ 值是相应的数据集在 ＫＮＮ 分类器中取得最好

预测结果时的值。

表 ３　 基于融合特征下的 ＫＮＮ， ＳＶＭ 和 ＢＰ 预测结果比较

Ｔａｂｌｅ ３　 Ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＫＮＮ， ＳＶＭ ａｎｄ ＢＰ ｆｏｒ ｆｕｓｉｏｎ ｍｏｄｅｌ

ＲＨ９９７ ＲＨ２４２７ Ｐｌａｎｔ Ｇｒａｍ－ｐ Ｇｒａｍ－ｎ Ｖｉｒｕｓ Ｅｕｋａｒｙｏｔｉｃ Ｈｕｍａｎ
ＫＮＮ ８５．２（ｋ＝ １） ７９．４（ｋ ＝ １） ３４．２（ｋ ＝ ２９） ６６．５（ｋ ＝ １８） ６５．７（ｋ ＝ １８） ４０．５（ｋ ＝ １５） ３４．６（ｋ ＝ ２４） ３３．２（ｋ ＝ ２８）
ＳＶＭ ９１．６ ８４．４ ３９．９ ７２．７ ７１．９ ４０．１ ４０．５ ３８．６
ＢＰ ８５．８ ６６．６ ３２．２ ６８．５ ６２．１ ４３．３ ３０．６ ３０．５

　 　 从表 ３ 可以明显得出，对于病毒数据集，ＢＰ 的预

测结果是最高的，ＫＮＮ 的最好预测结果稍微高于 ＳＶＭ
预测结果。 而其他数据集中，ＳＶＭ 的预测结果都比

ＫＮＮ 中的最好预测结果和 ＢＰ 的预测结果要高，高出

值范围分别为 ５～６．４ 个百分点和 ４．２～９．９ 个百分点。
因此，总体来说，ＳＶＭ 分类器的表现更加的优异。
２．５　 结果比较分析

为了论证本文提出的方法的可靠性， 对于

ＲＨ９９７ 和 ＲＨ２４２７ 这两个数据集，我们的方法与其

他方法结果进行了比较。 这里给出的是 ＳＶＭ 预测

结果与其他方法通过留一法检验对 ＮＮＰＳＬ 数据集

的预测结果比较。
从表格 ４ 中明显看出本文方法的预测总体准确

率除了比 Ｃｈｏｕ ａｎｄ Ｃａｉ 的结果低 ３．１％和比 Ｎｉｕ 等人

略低外，比其他方法高了 ２．５～５．１ 个百分点。

表 ４　 ＲＨ９９７ 上不同预测模型的预测结果

Ｔａｂｌｅ ４　 Ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＲＨ９９７ ｄａｔａｓｅｔ

Ｐｒｅｄｉｃｔｏｒ
Ａｃｃｕｒａｃｙ （％）

Ｃｙｔｏｐｌａｓｍ Ｅｘｔｒａｃｅｌｌｕｌａｒ Ｐｅｒｉｐｌａｓｍ
Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ （％）

Ｎｉｕ ｅｔ ａｌ．［４４］ ９８．８ ７３．８ ７７．２ ９１．８
Ｈｕａ ａｎｄ Ｓｕｎ［４５］ ９７．５ ７６．６ ７８．２ ９１．４

Ｙｕａｎ［４６］ ９３．６ ７７．６ ７９．７ ８９．１
Ｃｈｏｕ ａｎｄ Ｅｌｒｏｄ［４７］ ９１．６ ８０．４ ７２．３ ８６．５
Ｃｈｏｕ ａｎｄ Ｃａｉ［４８］ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ ９４．７

Ｔｈｉｓ ｗｏｒｋ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ ９１．６
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　 　 同样的，从表格 ５ 中可以得到除了 Ｃｈｏｕ ａｎｄ Ｃａｉ
方法的结果高于本文结果外，其他研究者方法的结

果均低于本文方法结果的 ３．６～１１．４ 个百分点。
以上两个表格的结果比较得出基于本文提出的

新方法 ＮＳＢＨ 与其他方法的融合再结合常用的 ＳＶＭ
分类器能够得到较好的分类效果。 因此，本文的方

法也可用于蛋白质等其他方面的应用。

表 ５　 ＲＨ２４２７ 上不同预测模型的预测结果

Ｔａｂｌｅ ５　 Ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＲＨ２４２７ ｄａｔａｓｅｔ

Ｐｒｅｄｉｃｔｏｒ
Ａｃｃｕｒａｃｙ （％）

Ｃｙｔｏｐｌａｓｍ Ｅｘｔｒａｃｅｌｌｕｌａｒ Ｍｉｔｏｃｈｏｎｄｒｉａ Ｎｕｃｌｅａｒ
Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ （％）

Ｎｉｕ ｅｔ ａｌ．［４４］ ８４．５ ７６．３ ４９．２ ８９．２ ８０．８

Ｈｕａ ａｎｄ Ｓｕｎ［４５］ ７６．９ ８０．０ ５６．７ ８７．４ ７９．４

Ｙｕａｎ［４６］ ７８．１ ６２．２ ６９．２ ７４．１ ７３．０

Ｃｈｏｕ ａｎｄ Ｃａｉ［４８］ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ ９２．９

Ｔｈｉｓ ｗｏｒｋ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ Ｎ ／ Ａ ８４．４

３　 讨　 论

到目前为止，有许多信息提取算法都是基于氨

基酸残基的物化性质，然而单纯的使用这些物化性

质进行序列的特征信息提取难免会丢失许多序列的

核心特征，所以通常情况下我们都是结合其他特征

一起使用。 本文尝试使用常见氨基酸的物化性质和

结构性质的结合进行蛋白质亚细胞定位预测研究。
当然，本文提出的方法也可以应用到其他方面，比如

蛋白质结构类预测，蛋白质功能预测方面等。
在 Ｋ 近邻算法中，关键问题主要有确定距离函

数和决定 ｋ 的取值。 然而距离函数的确定比较困难

且分类的结果与参数有关，在进行训练时，Ｋ 近邻还

需要大量的训练数据，这些都导致 Ｋ 近邻算法在实

际应用中存在许多问题。 ＢＰ 神经网络可变参数太

多，训练时间需求很大，对固定训练样本的过度拟合

会使得预测性能降低。 而支持向量机属于一般化线

性分类器，ＳＶＭ 的特点是可以同时最小化经验误差

和最大化几何边缘。 因此与 Ｋ 近邻和 ＢＰ 神经网络

相比，ＳＶＭ 分类器更能达到精确值。
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